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Resumen

La optimizacién bayesiana (OB) es uno de los métodos més eficientes pa-
ra la optimizacién de hiperpardmetros (H) en los algoritmos de aprendizaje
automatico. Para evaluar el rendimiento de cada configuraciéon de H, la OB
utiliza la validacion cruzada; lo que en entornos de grandes bases de datos
supone un alto coste computacional. Para acelerar la OB en la literatura se
han propuesto cuatro estrategias principales: (1) eliminacién de combinacio-
nes poco prometedoras, (2) terminacién anticipada de evaluaciones innece-
sarias, (3) paralelizacién de los cdlculos en diferentes unidades, (4) hacer uso
de funciones de adquisicién més eficientes.

Las curvas de aprendizaje (CA) son funciones que enfrentan el nimero de
datos con el que es entrenado un modelo al rendimiento que obtiene tras
ser entrenado con dicha cantidad de datos. Poder predecir, partiendo de los
puntos iniciales de la CA, el recorrido de la misma, permite estimar el rendi-
miento del modelo sin necesidad de entrenarlo con todos los datos disponibles.
Por lo tanto, el uso de la prediccion del rendimiento mediante CA, permi-
tiria reducir el coste computacional de la OB al acelerar las evaluaciones de
rendimiento. Y esto ltimo es lo que intenta demostrar este trabajo.

En la presente investigacion se ha trabajado con problemas de clasificacion
binaria. Para ello, se han utilizado dos algoritmos de aprendizaje automati-
co: el Support Vector Machine (SVM) y una red neuronal (RN) del tipo
perceptréon multicapa. El objetivo final de la fase experimental de este tra-
bajo, ha sido comparar el coste computacional requerido al realizar la OB
midiendo el rendimiento con CA o con la validacién cruzada. Con esto, se han
obtenido resultados que muestran una reduccion significativa en el tiempo de
cémputo de la OB al usar la prediccion por CA.

Palabras clave: Optimizacion de Hiperpardmetros, Optimizacién Bayesia-
na, Curvas de Aprendizaje.
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1. Introduccién

Normalmente, los algoritmos de aprendizaje automaético se componen,
entre otros, de hiperparametros que determinan cémo el algoritmo, partien-
do de los datos, ajusta el modelo en la fase de entrenamiento. Estos valores
son establecidos antes del proceso de aprendizaje. Por lo tanto, uno de los
objetivos en la creacion de estos modelos es encontrar, en un periodo de
tiempo razonable, la configuraciéon de hiperparametros que obtenga el me-
jor rendimiento posible. Este proceso se denomina optimizacion o ajuste de
hiperparametros, y es vital para obtener resultados de calidad. Desafortuna-
damente, en la practica no siempre es posible prever como influird la variacién
de un hiperpardmetro concreto en la efectividad del algoritmo. Por lo tan-
to, como optimizar los hiperparametros se convierte en un tema clave en la
creacién de un modelo predictivo [1]. En numerosas ocasiones, la seleccién
correcta de estos valores puede marcar la diferencia entre un buen modelo y
uno mediocre.

Se pueden diferenciar dos tipos de métodos de optimizacion de hiper-
pardmetros: la bisqueda manual y los métodos de biisqueda automatica [1].
La busqueda manual, como su nombre indica, consiste en la busqueda por
prueba y error, y depende de la intuiciéon fundamental y la experiencia del
usuario. Evidentemente, la bisqueda manual se puede convertir en un proceso
largo y tedioso en aquellas personas sin experiencia. Y ademés, los resulta-
dos no suelen ser replicables, es decir, lo que haya servido en un problema
no tiene por que funcionar en otro. A su vez, en entornos de multiples hi-
perparametros, este proceso se complica ain mas, dado que el espacio de
bisqueda de estas configuraciones es muy grande; ademas, para cada hiper-
pardmetro, puede haber un nimero infinito de valores posibles (este es el
caso de cualquier hiperpardmetro continuo).

Teniendo en cuenta lo anterior, parece sensato explorar diferentes confi-
guraciones de alguna otra manera que no sea por seleccién manual. Y esto
es precisamente lo que buscan los métodos de busqueda automatica. Si la
retroalimentacion del rendimiento se diera de inmediato, podria aplicarse la
fuerza bruta para buscar la configuracion éptima. Pero entrenar y evaluar un
modelo con cada configuracion suele ser costoso, por lo que la fuerza bruta no
es una estrategia 1util. Los métodos de busqueda automatica méas utilizados,
acotan el espacio de busqueda con el objetivo de reducir el coste computacio-



nal del proceso. Por ejemplo, el principio de la biisqueda en cuadricula realiza
una busqueda exhaustiva sobre un conjunto de valores predefinidos para ca-
da hiperpardametro, donde se entrena un modelo de aprendizaje automatico
con cada combinacion de posibles valores. Aunque este método tedricamente
puede obtener el 6ptimo global, sufre la maldicion de la dimensionalidad, es
decir, la eficiencia del algoritmo disminuye rapidamente a medida que au-
menta el nimero de hiperparametros que se ajustan y aumenta el rango de
valores de los hiperparametros.

Para superar ese inconveniente y reducir atin mas el espacio de busque-
da se han propuesto otras alternativas, como la bisqueda aleatoria 2] o la
optimizacion bayesiana [3]. Siendo la segunda de estas la que ha demostrado
superar a otros algoritmos de optimizacién globales en una serie de funciones
de referencia de optimizacién [4].

El objetivo de la presente investigacion, se centra en reducir el coste
computacional de la optimizacién bayesiana haciendo uso de las curvas de
aprendizaje. Por lo que se pretende aportar un mecanismo para convertir
mas eficiente uno de los algoritmos de optimizacion de hiperparametros més
utilizado. La optimizacién bayesiana hace uso de la validaciéon cruzada pa-
ra medir el rendimiento de una configuracién determinada de hiperparame-
tros de un algoritmo, siendo este procedimiento extremadamente costoso, en
términos computacionales, al trabajar con grandes bases de datos. La hipote-
sis que intenta verificar esta investigacion es que, sustituyendo la estimacion
de rendimiento con validacién cruzada por la estimacion mediante curvas de
aprendizaje se podria acelerar la optimizacion bayesiana al no ser necesario
entrenar cada configuracion con gran parte de los datos disponibles. La con-
secuencia directa de esto, es que se estaria haciendo un avance en la eficiencia
de la optimizacién de hiperparametros en entornos Big Data.

La metodologia seguida en el trabajo para poder aceptar o refutar la
hipétesis principal, se ha dividido en tres partes. En primer lugar, se ha rea-
lizado un estudio del estado del arte de las diversas areas involucradas en el
trabajo: curvas de aprendizaje, optimizacion de hiperparametros y mejora en
la eficiencia de la optimizacion bayesiana. En segundo lugar, se han estudiado
las bases tedricas de los métodos implementados en la investigacion: curvas
de aprendizaje y optimizacién bayesiana. Por tltimo, en la fase experimental,
se ha estudiado como implementar el método propuesto y se ha procedido



a verificar la hipétesis planteada. En términos generales, se ha seguido una
metodologia clasica en este tipo de investigaciones con el objetivo de que el
procedimiento seguido sea lo més claro posible.

La presente memoria estd estructurada de la siguiente manera: en el se-
gundo capitulo, se analiza el estado del arte de las areas involucradas en el
trabajo. En el tercer capitulo, se estudian los métodos utilizados en el traba-
jo, comenzado por analizar la manera en que se puede predecir las curvas de
aprendizaje, y los algoritmos disenados para ello, seguido por la optimizacién
bayesiana y finalizando con el método propuesto. El cuarto capitulo se centra
en desarrollar la fase experimental del trabajo. Por ultimo, el quinto capitulo
expone las conclusiones obtenidas en esta investigacion, los futuros trabajos
y los aspectos éticos relacionados.



2. Estado del arte

En este segundo capitulo se estudia el estado del arte de los temas tra-
bajados en la investigacién. Es por ello que este capitulo se divide en cuatro
apartados. En los dos primeros, se estudia, respectivamente, el estado del
arte de las curvas de aprendizaje y de la optimizacion de hiperpardmetros.
Posteriormente, se analizan los trabajos relacionados con la mejora de la
optimizacién bayesiana. Y por tltimo, partiendo del estado de la cuestion
planteado, se exponen las conclusiones obtenidas.

2.1. Curvas de aprendizaje

Los avances hechos en las ultimas décadas, han posibilitado que la genera-
cién, el almacenamiento y el acceso a los datos hayan aumentado. A su vez,
el desarrollo de técnicas de inteligencia artificial han hecho posible proce-
sar y extraer informacién 1util de estos datos. En el campo del aprendizaje
supervisado, para generar modelos predictivos, los métodos basados en esta
técnica necesitan una base de datos de entrenamiento anotada; es decir, una
muestra donde haya datos con informacion tanto de la variable que se quiere
predecir (variable dependiente), como de las variables en las que se basarén
para hacer las predicciones (variables independientes).

La légica dice que, con cuanta mayor cantidad y calidad de datos se entre-
nen estos modelos, mejor rendimiento obtendran. Pero tanto por la falta de
datos anotados en algunos casos [5], como por el tiempo de cémputo necesa-
rio en otros, en muchas ocasiones no sera posible entrenar los modelos con
tamanos de muestra tan grandes como se quiera. Ademsds, la ley de los ren-
dimientos decrecientes dice que, los modelos exhiben un comportamiento en
el que, en algin momento agregar mas datos solo aumenta marginalmente
su rendimiento [5] [6]. Esto puede ser visualizado utilizando las curvas de
aprendizaje. La curva de aprendizaje, se grafica enfrentando el rendimiento
de un modelo al tamano muestral con el que ha sido entrenado. Con esto se
ve que en la mayoria de los casos, las curvas muestran un rapido aumento de
rendimiento, seguido de un pequeno aumento de rendimiento y, finalmente,
una convergencia con un aumento de rendimiento muy marginal [5]. En la
Figura 1, tomada de [5], se puede ver una curva de aprendizaje genérica de
un modelo de clasificacion.



Figura 1: Curva de aprendizaje genérica [5].

Por lo que ante esta situacién surge la siguiente pregunta: ;cudl deberia ser
el tamano del subconjunto de entrenamiento para alcanzar un determinado
rendimiento? [5]. Para responder a esta pregunta, muchas investigaciones se
han dedicado a estudiar e intentar predecir la curva de aprendizaje partiendo
de la disposicion inicial de ésta, puesto que esto permitiria estimar el rendi-
miento asociado al tamano muestral de entrenamiento.

Se ha visto que la aplicacion de este método puede aportar diversos beneficios
en distintas areas de trabajo. Por mencionar dos ejemplos:

= En entornos de trabajo en los que la obtencién de datos anotados supo-
ne un coste econémico o temporal, este método permite poder precisar
el tamano muestral necesario para conseguir un determinado rendi-
miento con el modelo; reduciendo asi posibles sobrecostos o retrasos
innecesarios [5] [7].

= En entornos de trabajo de Big Data, permite poder detener el entre-
namiento de un modelo cuando se llegue a la meseta del aprendizaje;
reduciendo asi los costes computacionales [7].

Entrando en materia, se observa que las curvas de aprendizaje estan asocia-
das con varias areas de investigacion, como la determinacién del tamano de
la muestra [§], el aprendizaje activo [9] y el muestreo progresivo [10].



La determinacién del tamano muestral es el area de estudio que se encarga
de determinar el tamano de muestra necesario en el diseno de un estudio.
Estda muy unida a la estadistica, con aplicacion directa en areas como la
investigacién sanitaria [8], donde es muy costoso reclutar nuevos pacientes.
Debido a dicho coste, el objetivo suele ser definir el tamano de la muestra
minimo para lograr suficiente poder estadistico como para probar o refu-
tar una hipétesis. En el campo del aprendizaje automaético, el objetivo de
determinacion del tamano muestral suele ser encontrar la cantidad de ins-
tancias necesarias para alcanzar un rendimiento determinado en un modelo.
El aprendizaje activo y el muestreo progresivo, por su parte, son ramas de
investigacion que utilizan tamanos crecientes de datos para generar mode-
los. En ambos casos, se comienza con una cantidad muy pequena de datos
de entrenamiento, y se anaden nuevos hasta que se cumplen unos criterios
de terminacion preestablecidos. En el caso del aprendizaje activo, se intenta
seleccionar iterativamente las instancias mas informativas para el modelo [9).
En cambio, el muestreo progresivo se centra mas en minimizar la cantidad
de instancias de entrenamiento, logrando el mejor rendimiento posible [10].
La diferencia entre el muestreo progresivo y la determinacion del tamano
muestral es que, el muestreo progresivo asume que hay un nimero ilimitado
de datos y no predice el tamano muestral necesario para alcanzar un objetivo
de rendimiento concreto [5].

Los estudios realizados por de Mukherjee y col. [6] en 2003 y Figuero y col.
[5] en 2012 son el punto de partida de muchas otras investigaciones que han
estudiado el uso de las curvas de aprendizaje en modelos de aprendizaje su-
pervisado. Mukherjee y col. estudiaron como ajustar las leyes de potencia
inversa a curvas de aprendizaje logradas empiricamente para pronosticar el
rendimiento de los modelos con tamanos de muestra mas grandes. Este enfo-
que se basa en los resultados que demostraban que las curvas de aprendizaje
generalmente siguen la ley de potencia inversa [11]. Segin esta ley, el error
y el Accuracy, respectivamente, quedarian asi representados en funcion del
tamano muestral con el que un modelo haya sido entrenado [5]:

e(n)=a+b-n° (1)

An)=(1—-a)—b-n° (2)



donde:
0< FEla|<1ly E[c]€[-1,0] siendo,
a = error minimo alcanzable; b = tasa de aprendizaje; ¢ = tasa de caida. [D|

Mukherjee y col. introdujeron la idea de ajustar las curvas de aprendizaje
mediante la ley de potencia inversa utilizando optimizacién de minimos cua-
drados no lineales. El método se probé con varios conjuntos de datos iniciales
relativamente pequenos (n € [53,280]), obteniendo diferencias entre los erro-
res de clasificacién previstos y reales de entre un 1% y un 7%. Figueroa y
col. por su parte, tomando como referencia el trabajo anterior, propusieron
un método alternativo para ajustar las curvas de aprendizaje en el que se
ponderan los puntos empiricamente obtenidos, dando mas importancia a los
que se han calculado con un mayor conjunto de entrenamiento. Evaluando
su método demostraron que las predicciones eran mucho mas precisas que
las obtenidas por Mukherjee y col.

Tras los aportes de los estudios mencionados anteriormente, han sido mu-
chas las investigaciones que se han desarrollado con nuevas contribuciones.
Una de las areas donde se ha centrado la investigacion, ha sido en la apli-
cacion de las técnicas de prediccién de la curva de aprendizaje a entornos
de Big Data. En este caso, se puede destacar el trabajo [7] de A.N.Richter
y T.M.Khoshgoftaa. En este estudio, realizan una aproximacién del método
propuesto por Figueroa y col. en tres grandes conjuntos de datos desequi-
librados. Concluyen que el método es efectivo para conjuntos de datos con
millones de instancias. Y finalmente, plantean como futuros trabajos eva-
luar mas clasificadores y conjuntos de datos con este método de estimacion,
creando nuevos modelos matematicos o estadisticos que pueden realizar una
determinacion del tamano de la muestra ain mejor.

Las dudas que surgen al analizar en profundidad el trabajo de A.N.Richter y
T.M.Khoshgoftaa, vienen dadas por la forma en la que construyen la curva
de aprendizaje de los modelos. En su investigacién hacen referencia a que
construyen la curva tomando el modelo del trabajo de Figueroa y col., pero
a la hora de medir el rendimiento de los modelos usan el area bajo la curva
de la curva ROC. Pero el modelo presentado en la ecuacién (2) tnicamente
servirfa para medir el Accuracy de un modelo, por lo que al no presentar
ninguna demostracion que avale el uso que hacen del modelo, cabe tomar los
resultados con cautela.
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2.2. Optimizacion de hiperparametros

Para resolver el problema de la optimizaciéon de hiperparametros en apren-
dizaje automatico, se han desarrollado numerosas técnicas. A continuacion,
se hace una introduccion a cuatro de los enfoques mas utilizados.

2.2.1. Buasqueda en cuadricula

El método de busqueda en cuadricula, o grid search, se introdujo por pri-
mera vez en 1974 [12], y es uno de los enfoques mas bdsicos para automatizar
la optimizacion de hiperparametros. Este método consiste en probar median-
te fuerza bruta todas las posibilidades dentro de un grupo de valores discretos
definidos por el usuario. Se entrena un modelo con cada posible combinacién
de valores y se evalian los modelos generados. Por lo que la combinacion de
hiperparametros que logra mayor rendimiento en el conjunto de validacion,
se devuelve como la configuracién éptima. El método garantiza encontrar el
optimo global en el conjunto de hiperpardametros predeterminado. Sin em-
bargo, el mayor problema de este enfoque es el alto coste computacional
requerido. Es por ello en la literatura se han propuesto diversos formas para
optimizar este método [13].

Analizando este método, se ve que el algoritmo toma como entrada un
conjunto de hiperpardmetros a optimizar {hq,...,h;} y para cada uno de
ellos un conjunto V' de i valores posibles {vy,,...,v,,}. Por lo que el nimero
de posibles combinaciones es de:

! k
H|Vz| :an’ (3)

Por lo tanto, es evidente que el nimero de configuraciones a probar crece
exponencialmente con el nimero de hiperparametros y los posibles valores
que pueden tomar estos. Si ademas, se tiene en cuenta que algunos de estos
hiperparametros, al ser continuos, pueden tomar “infinitos” valores, el pro-
blema se complica aun mas. Es por ello que se dice que este método sufre la
maldicion de la dimensionalidad. Pero a pesar de la ineficiencia computacio-
nal de este enfoque, ha sido el método de optimizacién de hiperparametros
mas popular durante anos. En [14] se puede ver que de los articulos aceptados
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en NIPS []en el afio 2014, entre los 86 que hacian uso de alguna técnica de
optimizacién de hiperparametros, 82 de ellos usaban la buisqueda en cuadricu-
la. Pero a medida que se han desarrollado nuevos métodos mas efectivos, la
busqueda en cuadricula ha ido quedandose en un segundo plano.

2.2.2. Busqueda aleatoria

La buisqueda aleatoria [15] se presenta como una evolucién del método de
bisqueda en cuadricula. Esta técnica muestrea valores seleccionados aleato-
riamente dentro del dominio definido para los hiperparametros. Es decir, en
lugar de definir un conjunto de puntos para cada hiperparametro, el usuario
define un rango donde buscar valores para estos parametros. En [15] Bergstra
y Bengio demuestran que la bisqueda aleatoria es més eficiente en comple-
jidad computacional en comparacion con la busqueda en cuadricula, y a su
vez, que la calidad de los resultados obtenidos son en su mayoria semejantes
y, en ciertos casos, superiores.

Una de las razones del éxito de este método, en comparacién con el grid
search, radica en la eficacia que demuestra al trabajar en espacios de alta di-
mensionalidad. Para un ntimero suficientemente alto de dimensiones, es muy
poco probable que todos los hiperparametros tengan el mismo impacto en la
métrica a optimizar. Hay que tener en cuenta que, en la practica, para hacer
posible la busqueda en cuadricula se explora un niimero determinado de va-
lores para cada hiperparametro, y que la biisqueda aleatoria probablemente
probara un nuevo valor para cada hiperparametro en cada ensayo, puesto
que se seleccionan aleatoriamente. Por lo tanto, estd claro que la busqueda
en cuadricula asigna muchos més recursos para la exploracién de dimensiones
irrelevantes que la busqueda aleatoria.

En la Figura 2 tomada de [15], se muestra de manera gréfica la observa-
cién anterior. En este ejemplo bidimensional, un hiperparametro tiene una
influencia significativamente mayor en el resultado, esto puede verse en las
distribuciones marginales representadas en los margenes de los cuadrados.
Mientras que la busqueda de cuadricula espaciada uniformemente solo tiene
tres valores de ensayo diferentes para el hiperpardmetro con mayor impor-
tancia, la busqueda aleatoria da como resultado nueve valores de ensayo

'https://nips.cc/
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Figura 2: Comparacién entre la btisqueda en cuadricula y aleatoria .

diferentes, pudiendo identificar un valor més prometedor para esa dimensién
y, por lo tanto, para la configuracién de los hiperparametros.

Aunque podria parecer que un usuario con conocimientos previos podria
definir una cuadricula mas apropiada para obtener mejores resultados, Bergs-
tra y Bengio muestran en que incluso para un algoritmo fijo que se evalia
en conjuntos de datos similares, la importancia de diferentes hiperparametros
en el resultado final varia considerablemente, lo que dificulta este trabajo.

2.2.3. Optimizacion bayesiana

La optimizacién bayesiana, es un método muy eficaz para resolver pro-
blemas de optimizacion complejos desde el punto de vista computacional
. También es conocida como optimizacién basada en modelos secuenciales
o método de configuracién adaptativo. Este método se deriva del teorema de
Bayes , y realiza sus predicciones con una funciéon que es significativa-
mente menos costosa de evaluar.

De manera intuitiva, el método trata el problema como un problema de
regresion. Intenta estimar la distribucién del rendimiento del algoritmo en
funcién de sus hiperparametros. Para ello, asume una distribucion inicial que
modifica iterativamente basandose en los resultados obtenidos con cada com-
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binaciéon probada. El objetivo del método es encontrar la configuracion que
maximice dicha distribucién, por lo que debe encontrar un equilibrio entre la
exploracion y la explotacion. Es decir, tiene que hacer uso del conocimiento
sobre las areas donde se estima encontrar los mejores hiperparametros, pero
al mismo tiempo debe explorar las areas donde todavia no se conocen los
resultados. Su funcionamiento se puede describir con la siguiente cadena de
ejecuciones:

1. En primer lugar, se define la forma en la que se evaluaran la calidad
de los hiperparametros seleccionados, normalmente se suele utilizar una
validacion cruzada. Debido a que se desconoce la funcién objetivo (efec-
tividad del modelo en funcién de los hiperparametros), se asume esta
como una funcién aleatoria, a la cual se le especifica una distribucion
previa. A menudo se utiliza la distribucién gaussiana multivariable co-
mo distribucion previa.

2. Sobre la base de las evidencias que se van logrando al testear diferentes
configuraciones de hiperparametros, se procede a la modificacion de
dicha distribucién. Obteniendo asi en cada paso, una distribucién mas
fiel a la realidad.

3. Con la nueva distribucion lograda, se decide cual sera la siguiente confi-
guracién de hiperparametros a seleccionar segin una funcion de adqui-
sicién. Existen diferentes funciones de adquisicién definidas, cada cual
basa sus elecciones en distintos factores buscando el equilibrio entre
exploracion y explotacion.

4. Se evalia la configuracion seleccionada en el paso 3. Si se cumplen las
condiciones de finalizacién se termina, en caso contrario se vuelve al 2.
paso.

Tal y como se ha avanzado en la introduccion del presente trabajo, la
optimizacién bayesiana ha demostrado que supera a otros algoritmos de op-
timizacion globales en una serie de funciones de referencia de optimizacion
[4], por lo que se ha convertido en uno de los algoritmos més recurrentes en
la préactica actual.

En cualquier caso, las tres técnicas presentadas hasta el momento, permi-
ten una gran capacidad de paralelizacion. Es decir, la capacidad de subdividir

14



las tareas de buisqueda en distintos servidores o procesadores de forma en que
los tiempos de cémputo se reducen considerablemente E] Evidentemente, si
la busqueda se realiza en 10 servidores al mismo tiempo, el proceso finali-
zard mucho mas rapido que procesandolo inicamente en un solo ordenador.
Y tal y como se afirma en [19], aprovechar los recursos computacionales dis-
tribuidos y paralelos se ha vuelto esencial para resolver problemas de alto
costo computacional.

2.2.4. Optimizacién evolutiva

Por 1ltimo, en este apartado se presenta otro método de optimizacion de
hiperparametros que en los ultimos anos esta tomando bastante fuerza. La
computacién evolutiva es una rama de la inteligencia artificial que aborda
la resolucién automética de problemas de optimizacion [20]. Para ello, toma
la base de inspiracion en la evolucién bioldgica con el objetivo de crear al-
goritmos (algoritmos evolutivos) que permiten encontrar soluciones 6ptimas
o semi-6ptimas de forma eficiente. En la optimizacién de hiperparametros
de un algoritmo de aprendizaje automatico dado, el funcionamiento de este
método de optimizacién puede resumirse en los siguientes pasos: [20]

1. Establecido un algoritmo de aprendizaje automatico y los hiperparame-
tros a optimizar de éste, se crea aleatoriamente un conjunto de indivi-
duos (o soluciones candidatas). Cada uno de estos individuos serd un
vector con una dimension igual al niimero de hiperparametros a selec-
cionar. Por lo que cada posicion del vector hara referencia a un hiper-
parametro concreto.

2. Se evalia el rendimiento del algoritmo al ser entrenado con la confi-
guracién de cada individuo de la poblacién. Por lo que el grado de
adaptacion de cada individuo serd el rendimiento obtenido con dicha
combinacion.

3. Utilizando como criterio el valor del grado de adaptacion, se selecciona
un subconjunto de soluciones candidatas que despenaran el papel de
generar la descendencia.

Zhttps://docs.microsoft.com/es-es/azure/machine-learning/
how-to-tune-hyperparameters

15


https://docs.microsoft.com/es-es/azure/machine-learning/how-to-tune-hyperparameters
https://docs.microsoft.com/es-es/azure/machine-learning/how-to-tune-hyperparameters

4. La descendencia se obtiene aplicando los operadores de variacion ade-
cuados al subconjunto seleccionado en el punto anterior. Y los nuevos
individuos asi obtenidos compiten con los antiguos para obtener un
lugar en la poblacion de la siguiente generacion. Esta competicién se
realiza sobre la base de los valores de adaptacion de cada individuo.

5. Los pasos 2-4 se repiten hasta encontrar una soluciéon candidata con
suficiente calidad, o hasta que se alcanza una condicién de terminacién
establecida previamente.

En los 1ltimos anos se ha extendido el uso de este tipo de técnicas en la
optimizacién de hiperparametros, teniendo bastante repercusion los trabajos
dirigidos a estudiar la optimizacién de la topologia e hiperparametros de los
modelos de Deep Learning [21].

2.3. Mejora de la optimizacién bayesiana

Tal y como se ha expuesto anteriormente, la optimizacién bayesiana es uno
de los métodos que mejores resultados ha mostrado en la tarea de optimizar
los hiperparametros [4]. Es por ello que, en la literatura podemos encontrar
diversas investigaciones en las que se ha trabajado en encontrar métodos de
hacer mas rapida la optimizacién bayesiana. La razén fundamental de querer
acelerar mas un método de por si rdpido (en comparacién con sus competi-
dores), es que cada vez es méas comun enfrentarnos a situaciones en las que
hay que trabajar con mayores cantidades de datos. Por lo que, dependiendo
de la escala, un método que en términos relativos puede ser rapido en térmi-
nos absolutos hace que sea inservible [22], puesto que la cantidad de tiempo
necesario para buscar hiperparametros 6ptimos crece con bastante rapidez a
medida que aumenta el espacio de configuracion y el nimero de datos. Por
lo que esto plantea un desafio para el uso del aprendizaje automatico en la
era del Big Data.

En 2017, X. Zeng y G. Luo [23] presentan el método de optimizacién ba-
yesiana progresiva basada en muestreo, que como su propio nombre indica,
combina la optimizacion bayesiana con el muestreo progresivo. En este caso,
el método presentado es capaz de realizar una seleccion eficiente y automati-
ca de algoritmos y valores de hiperparametros. Y el concepto en el que se
basa es en realizar pruebas rapidas en muestras limitadas del conjunto de
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datos para eliminar tantas combinaciones poco prometedoras tan réapido co-
mo sea posible y dar mas recursos para ajustar las prometedoras durante
el proceso de optimizacion bayesiana. El proceso avanza por rondas, en las
que se aumenta la base de datos de entrenamiento progresivamente para evi-
tar entrenar las configuraciones poco esperanzadoras con un gran nimero de
datos. Al comparar su método con un método de selecciéon automético de
ultima generacion, demuestran que su método obtiene mejores resultados.
Y aunque es evidente que el método propuesto ahorra un gran nimero de
calculos, sigue necesitando invertir un alto tiempo de cémputo con aquellas
configuraciones que son entrenadas con bases de datos grandes. Por ello, se
aprecia un margen de mejora en este aspecto.

A su vez, ese mismo ano A. Klein y col. [24] presentan un método para
acelerar la optimizacién bayesiana al trabajar con grandes bases de datos.
En este caso, basan el método en la forma de trabajo de los expertos. Nor-
malmente, al tener que enfrentarse manualmente al trabajo de optimizar
los hiperparametros de un algoritmo en entornos de big data, los expertos
realizan una exploracién de configuraciones preliminares en subconjuntos pe-
quenos para familiarizarse con los comportamientos de los hiperparametros
y posteriormente extrapolarlo al conjunto completo de datos. Con el objetivo
de incorporar ese mecanismo de trabajo dentro de la optimizacion bayesiana,
los autores del trabajo proponen utilizar el tamano del conjunto de datos
como un grado adicional de libertad que enriquezca el proceso de optimiza-
cion. Es decir, incorporan el tamano del conjunto de datos con el que realizar
el entrenamiento como un pseudo-parametro de la optimizacion bayesiana,
modelando asi el rendimiento y el tiempo de entrenamiento en funcion del
tamano del conjunto de datos. Por ello, obliga al método a encontrar un
equilibrio entre la ganancia de informacién sobre el éptimo global y el costo
computacional. Aunque tal y como demuestran los resultados obtenidos, es-
te método es capaz de reducir el tiempo de cémputo necesario, en ocasiones
se sigue necesitando enfrentar al algoritmo en cuestion a ser entrenado con
grandes conjuntos de datos ralentizando asi el proceso.

Por otro lado, con el objetivo de acelerar la optimizaciéon bayesiana en
la seleccion de hiperparametros de redes neuronales, en 2018 D.Choi y col.
[25] presentaron un trabajo en el que estudiaban como predecir y utilizar las
curvas de aprendizaje de estos algoritmos de aprendizaje automatico para fi-
nalizar antes de tiempo la fase de entrenamiento de las configuraciones poco
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prometedoras. Pero en este caso, a la hora de construir las curvas de apren-
dizaje, en vez de medir el rendimiento en funcién del tamano muestral (tal y
como se explica en [5]), lo miden en funcién del las épocas de entrenamiento
del modelo. Esta puede ser una de las razones por las que los resultados del
estudio no son del todo satisfactorios, al no encontrar patrones consistentes
en las curvas de aprendizaje.

2.4. Conclusiones

En este apartado, se pretende presentar un resumen de los aspectos fun-
damentales desprendidos del analisis del estado del arte realizado, y a su vez,
presentar como conclusion la hipotesis de la presente investigacion.

Al comienzo de este capitulo, se ha visto como diversas investigaciones
han demostrado la capacidad del método de estimacién de curvas de apren-
dizaje para predecir el rendimiento de un modelo de aprendizaje automatico.
En segundo lugar, se destaca la demostracién empirica en investigaciones de
la superioridad de la optimizacién bayesiana sobre otros métodos de optimi-
zacion de hiperparametros. Por ultimo, se ha visto como los diversos métodos
propuestos en la literatura para la mejora de la eficiencia de la optimizacion
bayesiana tienen margen de mejora. Precisamente, las diversas alternativas
estudiadas, no dejan de necesitar entrenar, en algunos casos, el modelo de
aprendizaje automatico con gran parte de la base de datos, cosa que en en-
tornos de Big Data empeora el costo computacional.

Teniendo en cuenta estos tres aspectos, se propone como hipdtesis que,
haciendo uso de la estimacion por curvas de aprendizaje se pueda hacer mas
eficiente la optimizacién bayesiana. Y esto se deberia, a que, sustituyendo
la estimacion mediante validacién cruzada por la metodologia propuesta, se
podria obtener una estimacion de rendimiento del algoritmo, entrenandolo
Unicamente con una pequena cantidad de datos. Por lo que, en términos gene-
rales, demostrar la veracidad de esta hipdtesis podria suponer un importante
avance en el campo de la optimizacién de hiperparametros en entornos de
Big Data.
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3. Métodos empleados

En este capitulo se presentan y se analizan los métodos utilizados en la
fase experimental de la investigacion. Comenzando por las curvas de apren-
dizaje, seguido de la optimizacién bayesiana y finalizando con el algoritmo
disenado para la combinacién de ambos métodos.

3.1. Curvas de aprendizaje

A continuacion se expone el método para la prediccién de curva de apren-
dizaje propuesto por Figueroa y col. tomando como referencia la notacién del
articulo [5].

Tal y como se ha introducido al analizar el estado del arte del estudio de
las curvas de aprendizaje, la curva de aprendizaje de un modelo predictivo es
una grafica en la que se enfrentan el tamano muestral con el que se entrena el
modelo, con el rendimiento del modelo obtenido con dicha cantidad de datos
de entrenamiento.

En investigaciones realizadas, se ha comprobado que generalmente las
curvas de aprendizaje siguen la ley de potencia inversa [11]. Segun esta ley, el
error y el accuracy, respectivamente, quedarian asi representados en funcion
del tamano muestral con el que un modelo haya sido entrenado:

e(n) =a+b-n", (4)

An)=(1—-a)—0b-n°, (5)

donde:
0<E[a]<1ly E[c]e[-1,0] siendo,
a = error minimo alcanzable; b = tasa de aprendizaje; ¢ = tasa de caida. [5|

En este caso se representa el accuracy porque en esta investigacion se tra-
baja con problemas de clasificacién. Pero con la funcién del error se podria

trabajar sin problemas en problemas de regresion.

Veamos ahora qué procedimiento seguir para obtener la curva de apren-
dizaje en cada caso. En primer lugar, se asume que se quiere ajustar una
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curva de aprendizaje que representa el accuracy (Yg..) de un determinado
clasificador en funcién el tamano muestral con el que ha sido entrenado (X).
Con este par de conjuntos se realizara una regresion basada en minimos cua-
drados no lineales [6], con el objetivo de obtener los pardmetros a,b y ¢ de
la ecuacién (5) que mejor se adapten a la nube de puntos dada.

Para poder realizar la regresién de la curva, son necesarios un conjunto
de puntos iniciales de esta. Para obtener dicha muestra de valores (z;,y;), se
toma una muestra incremental del tipo f]) ={k,2-k,...,m-k} donde k > 0
determina el tamano de salto que habra entre los distintos valores del conjun-
to FJ}, y m determina el nimero de puntos utilizados para estimar la curva de
aprendizaje. Entonces, para cada uno de los z; € @) se entrena el clasificador
con un conjunto de datos de tamano x;. Tras entrenar el clasificador con su
correspondiente tamano muestral, se evalia el accuracy de dicho modelo para
obtener asi el valor de y;. Tras repetir el proceso con todos los valores de EJ},
se habra obtenido el conjunto @) La evaluacion se puede realizar usando un
conjunto de test independiente o mediante un cross-validation. Los vectores
a:_;- e ﬂ; muestran los puntos iniciales con los que estimar la curva de apren-
dizaje.

En segundo lugar, se define {2 como una colecciéon de puntos de una cur-
va de aprendizaje empirica correspondientes a (?], @) En caso de querer
medir la calidad de la curva de aprendizaje estimada, {2 puede ser dividido
en dos subconjuntos (2, y {2,, uno para realizar la regresion y el otro para
evaluar la calidad de dicha regresion. Para ello se fija un x, € @) tal que
2 = {(zj,ylr; < z5)}y 2y = {(xj,y;lr; > z5)}. En caso de no querer
realizar dicha division, se asumira que (2, = (2.

Una de las principales novedades propuestas por Figueroa y col. en su tra-
bajo, consiste en asignar pesos a los diferentes puntos del conjunto (l_‘;, E)),
con el objetivo de dar mas importancia a unos puntos que a otros a la hora
de realizar la regresion. Para asignar pesos a los puntos de (2; se asume que el
desempeno del clasificador en un tamano de muestra de entrenamiento mas
grande es mds indicativo del desempeno futuro del clasificador. Por lo que

a cada punto de la curva (z;,y;) € {2 se le asigna un peso normalizado e

m
donde m = | 2.
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Posteriormente, usando el conjunto (2, se aplica una optimizacién no li-
neal de minimos cuadrados ponderados para ajustar el modelo de la ecuacion
(5) encontrando los pardmetros {a, b, c}. Por dltimo, en caso de haber dividi-
do el conjunto {2 en §2; y {2, para evaluar la calidad de prediccién de la curva,
se calcula el error absoluto medio (EAM) o el error cuadratico medio (ECM)
entre los puntos de (2, y las predicciones de la curva para esos mismos puntos.

1 - R
EAM = o) Dol =gl V() € 2 (6)
U (@,y5)€0
> (i —9)’
(xj,yj)eﬂv
ECM = o , V(25,y;) € 2, (7)

En el apéndice A, se recoge el codigo desarrollado por Figueroa y col.
en su trabajo [5] en el que se implementa el proceso aqui explicado en el
lenguaje R.

3.1.1. Minimos cuadrados no lineales

En este apartado se presenta el método de los minimos cuadrados no
lineales, el cual se utiliza en el ajuste del modelo estdndar de la curva de
aprendizaje a los datos.

La técnica de los minimos cuadrados no lineales surge de la necesidad de
aproximar a formulaciones estandar el comportamiento de sistemas econémi-
cos, sociales, fisicos... que por su complejidad necesitan de representaciones
no lineales [26]. Por lo tanto, de forma més concreta, podria decirse que la
técnica de minimos cuadrados no lineales es la forma de ajustar un modelo
no lineal de n parametros desconocidos a un conjunto de m observaciones,
donde m = n.

Antes de nada, hay que tener en cuenta que en esta situaciéon, un modelo

es considerado no lineal cuando no lo es respecto a los parametros, es decir,
no importa que las variables del modelo sean o no lineales. Por lo tanto, se

21



dird que un modelo es no lineal cuando no haya una manera expresar una
relacién lineal entre los parametros [27]. Por ejemplo:

1. y=p0- x? . xg?’ - it puede expresarse de forma lineal al hacer
In(y) = In(B1) + In(B2)x1 + In(Ps)z2 + In(p). Por lo que es lineal en los
parametros.

2. y=p- fo . x§3 + 4 en cambio, no puede expresarse de forma lineal,
por lo que es no lineal en los parametros.

Sea pues, un conjunto de m observaciones {(z1,y1), ..., (Tm,Ym)} v una
funcién y = f(x, f) no lineal respecto a sus n parametros 8 = (5, ..., Bn) :
m > n. Por lo tanto, la técnica de minimos cuadrados no lineales busca
encontrar los valores del vector § que mejor ajusten la funcién y = f(z, 5) a
la nube de puntos dada en el conjunto de las observaciones. Para ello, plantea
minimizar la siguiente expresién [27] [28] [29]:

S=g3rt i n=u S ®)

Por lo tanto, el problema de minimizaciéon se puede plantear en los si-
guientes términos:

minges S(5) = mingey 5 3 rH(68) = mingep S|k BE ()
=1

Para resolver este problema, se plantea un proceso iterativo de aproxi-
macién a la solucién en la que r(5) se modeliza en cada paso en funcién del
desarrollo de Tylor hasta su primera derivada [26]. Es decir,

r(8) = r(B8") + J(8*) - (8 - B*) (10)

Donde J hace referencia a la matriz Jacobiana y k al nimero de iteracién.

Por lo que, el proceso iterativo planteado puede resumirse en los siguientes
pasos [26]:

1. Se define un (3 inicial y se toman k = 1y g% = 8°.

2. Se determina el mingep %Hr(ﬂk) + J(B*) - (B — B8%)]|3.
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3. En caso de que 3 — 8% < tolerancia (para un valor de toleracia prees-
tablecido), se da por resulto el problema. En caso contrario, k = k+ 1,
B = By se vuelve al segundo paso.

El subproblema planteado en el segundo paso es un problema lineal del
tipo:

por lo que puede resolverse facilmente con métodos conocidos para minimos
cuadrados lineales: Ecuaciones normales, factorizacién QR, descomposicion
en valores singulares...

3.2. Optimizacién bayesiana

Este apartado ha sido desarrollado tomando como referencia los trabajos:
[30] [31]. La optimizacién bayesiana, es una técnica de optimizacién basada en
aprendizaje automatico y con un gran componente matematico, enfocada en
la optimizacién de una funcién objetivo f(z) dada. La expresién matemética
correspondiente es la siguiente:

z, = oplyex f(x) : X = espacio de biusqueda (12)

Esta técnica fue disenada para ser aplicada en situaciones con las siguien-
tes caracteristicas:

» f(x) es una funcién desconocida.
» f(x) es muy costosa en términos computacionales.

» La forma de lograr observaciones de f(z) no pasa por trabajar con las
derivadas de esta funcién.

= Espacios de bisqueda con menos de 20 dimensiones.

A grandes rasgos, la optimizacién bayesiana se centra en encontrar los
valores de z € X que ademds de dar la mayor cantidad de informaciéon so-
bre la distribucién de f(x), optimicen la funcién realizando el menor nimero
de observaciones. La ventaja principal de este método, es que es capaz de
mantener un equilibrio entre la explotacion y la exploracion del espacio de
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buisqueda X. Mientras que la exploracion se centra en explorar areas de X
desconocidas, la explotacion se centra en la bisqueda de nuevas soluciones
en las inmediaciones de las soluciones mas prometedoras obtenidas hasta el
momento.

La optimizacion bayesiana estd construida sobre dos componentes prin-
cipales: un modelo estadistico bayesiano para la modelizacién de la funcién
objetivo, y una funcion de adquisicion (ver subapartado 3.2.2) capaz de de-
cidir donde realizar la siguiente busqueda en X. El modelo estadistico, el cual
es un proceso gaussiano (ver subapartado 3.2.1) proporciona una distribucién
de probabilidad que describe los valores potenciales de f(x) para cada valor
de z. Por lo que, cada vez que se observa f(x) en un punto, esta distribucién
de probabilidad es actualizada. Por otro lado, la funciéon de adquisicién se
encarga de estimar el valor que deberia ser generado al evaluar la funcion
objetivo en un nuevo punto x. Para ello, hace uso de la distribucién de pro-
babilidad obtenida por el proceso gaussiano. Por lo tanto, esta claro que la
optimizacién bayesiana se trata de un proceso iterativo de optimizacién. En
las siguientes ilustraciones tomadas de [32] se puede ver en forma visual como
realiza la optimizacién bayesiana el trabajo de minimizacién. En cada itera-
cién, en la figura superior se muestran: la funcién objetivo f(z) desconocida
(curva discontinua verde), evaluaciones puntuales de f(z) realizadas (cruces
negras), la funcién estimada f(z) (curva negra), mejor valor obtenido has-
ta el momento (linea verde claro) y la distribucién de probabilidad de f(x)
obtenida en el proceso gaussiano (entorno gris). Y en la figura inferior: la
funcién de adquisicién asociada a la correspondiente distribucién de proba-
bilidad gaussiana (curva azul) y el maximo de dicha curva, y por lo tanto,
préximo punto a estimar(linea vertical roja).
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3.2.1. Procesos gaussianos

El proceso gaussiano es un método de estadistica bayesiana para la mode-
lizacion de funciones. Suponiendo que el objetivo sea modelizar una funcion
f(z) dada y que se conocen los valores de {1, ..., x;} para la misma; se asu-
me que el vector [f(x1), ..., f(2x)] sigue una distribucién normal multivariable
con vector media y matriz de covarianzas asociados. Se asume a su vez, que
tanto el vector de medias como la matriz de covarianzas son el resultado de
aplicar respectivamente la funcion media pg a cada punto z; y la funcion
covarianza o kernel a cada par de puntos (z;, ;). Por lo tanto tenemos que:

f(@rr) ~ N(po(1n), Zo(T 1k, T1:1)), (13)

donde z7. hace referencia a la secuencia {z1, ..., 7y }.
Tomando como punto de partida lo expuesto hasta ahora, suponemos que
deseamos inferir la nueva distribucién de probabilidad tras evaluar la funcién

en un nuevo punto zy1. Para ello, debemos calcular esta nueva distribucion
condicionada haciendo uso de la regla de bayes:

F@)|f(@rk) ~ N (u(x), o7 (), (14)
donde:

() = So (2, T14) S0 (@1 21:0) T (f (@1k) — po(@1:0)) + o () (15)

oi(z) = Yo(z, 2) — So(z, 11.4) o (T 1k, 210) Lo (218, 7) (16)

Por lo tanto, la distribucién condicional de f(z) dado f(x1.) sigue una
distribucion normal multivariante. Donde el vector media y el kernel de co-
varianza dependen de la posiciéon del punto sin evaluar, la posicién de los
puntos evaluados y los valores de dichas evaluaciones. Esta distribucion con-
dicionada es llamada distribucién de probabilidad posterior.

3.2.1.1. Funcién media y kernel

Aunque existen més de un tipo de funcién media que puede ser usada,
una de las opciones mas utilizadas es tomar la funcién constante. Es decir,

26



po(w) = p € RP. (17)
Cuando se tienen indicios de que la funcién objetivo f(z) sigue algin tipo

de tendencia o algin tipo de aplicacién paramétrica concreta, se toma como
funcién de media la siguiente:

po(x) = p+ Z Bithi(x), (18)

i=1

donde cada 1; es una funcion paramétrica y ; sus parametros asociados.

Respecto a la funcion del kernel, hay que tener en cuenta que ésta debe
seguir la siguiente ldgica: los puntos que estén mas cerca deben estar fuerte-
mente correlacionados, este es, en caso de que ||z — 2/|| < ||z — 2"|| para una
norma ||.|| dada, entonces ¥o(z, z") > Xo(z,2”). A su vez, las matrices kernel
deben ser positivas.

Una de las funciones kernel mas usadas es la Gaussian kernel:

Yo(z,2') = ag exp(—|x — x'||2)7 (19)

donde
d

lz = 2/ = ail; — a})?, (20)
i=1
siendo «p.q los parametros del kernel.

Tal y como se ha visto, tanto la funcién media como el kernel pueden
constar de parametros. Por ejemplo, en caso de tomar la funcién media pa-
ramétrica y el kernel Gaussiano, se tendria el siguiente conjunto de parame-
tros a definir:

n= (51:;)7 Oéo;d)

Para la seleccion de dichos pardmetros la aproximacién més utilizada es
la de tomar el estimador de maxima verosimilitud. Dadas las observaciones
1., la verosimilitud de estas observaciones se calcula sobre la distribucién
actual. Por lo que el problema se reduce a encontrar:

n = argmaty P(f(z1n)[n). (21)
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3.2.2. Funcidén de adquisicién

Una vez determinado como funciona el primer componente de la opti-
mizacion bayesiana, falta por analizar el segundo elemento. La funcién de
adquisicion, al definir como muestrear el espacio de bisqueda es la encarga-
da de mantener el equilibrio entre la explotacion y la exploracién; por lo que
tiene un papel determinante.

Existen multiples funciones de adquisicién, pero las més conocidas y las
més utilizadas son dos: la probability of improvement (PI) y la expected im-
provement (EI).

La PI mide la probabilidad de que la préxima observacién sea mejor que el
mejor valor que se haya obtenido hasta el momento. Antes se ha visto como la
probabilidad condicionada de f(z) seguia la llamada distribucién gaussiana
de probabilidad. Por lo tanto, asumiendo un problema de minimizacion,

Pl(x) = P(f(x) < f(z") —€), (22)
siendo f(a™1) el mejor valor obtenido hasta el momento y € un pardmetro
infinitesimal definido de antemano. Puesto que gracias al proceso gaussiano se

tiene una estimacion de la distribucién de f(z), lo anterior se puede expresar
como

donde P es la funcion de probabilidad acumulada de la distribucion gaussiana,
siendo p y o, respectivamente, sus funciones media y covarianza asociadas.
El problema de la estrategia que sigue PI, es que se centra sobre todo en la
explotacion. Por eso, con el objetivo de tener en cuenta también las zonas no
exploradas, se propone la segunda funcién de adquisicion FI, la cual calcula
la mejora esperada respecto al mejor valor obtenido hasta el momento. Su
expresion matematica viene dada por:

PI(z) = &

El(z) = { (f(x™) +e— ﬂ(@gi(@%‘)(;r)(f:(xo)@(Z) si o(x) >0 (24)

f(x") +e— p(x)
o(x) '

donde Z =
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Por tltimo, la maximizacién de la funcion de adaptacion se realiza ha-
ciendo uso de métodos numéricos convencionales.

3.3. Algoritmo disenado

En el anterior apartado (3.2) se han expuesto los conceptos teéricos de
la optimizacién bayesiana. En el area de la optimizacion de hiperparametros
de algoritmos de aprendizaje automatico, éste ha sido un método que ha
obtenido resultados destacables en términos de coste computacional. Pero
cuando se trata de trabajar con grandes bases de datos, los resultados no
son tan favorables. El mayor problema reside en que, el tiempo de coémputo
necesario para entrenar un algoritmo y evaluarlo, crece a medida que au-
menta el nimero de datos con los que se trabaja, en ocasiones incluso con
relaciones exponenciales. Esto se debe a que normalmente para evaluar la
funcién objetivo (f(x) = rendimiento del modelo), suele hacerse uso de la
validacién cruzada; pero incluso cuando las bases de datos son lo bastante
grandes, la técnica de conjuntos train-test para la evaluacién tiene un coste
computacional demasiado elevado.

La propuesta que se realiza en este trabajo es la de utilizar la predic-
cién de curvas de aprendizaje para realizar la evaluacion del rendimiento de
los modelos; reduciendo asi el tiempo de computo necesario para evaluar la
funcién objetivo f(x), y por ende, para la optimizacién bayesiana de hiper-
parametros. La logica reside en que si entrenando los modelos con un pequeno
porcentaje de los datos posibles, se es capaz de predecir el rendimiento del
modelo al entrenarlo con una determinada cantidad de datos, el coste de
evaluar el rendimiento de cada configuraciéon de hiperparametros se deberia
reducir notablemente.

En Algorithm 0 se formaliza el algoritmo con el que se realiza la predic-
cién de la curva de aprendizaje y se devuelve una prediccién del rendimiento
del modelo estudiado. A continuacién, se procede a analizar dicho algoritmo.

Tal y como se puede observar, el algoritmo comienza contando el niimero
de individuos (IN) de la base de datos (BBDD). Posteriormente, establece el
nimero de individuos destinados a la evaluacién (n) siguiendo la proporcién
(P) deseada y tomando el multiplo de 10 més cercano inferiormente a dicha
proporcién. Luego se define la lista de valores de X (Nube_X), los cuales
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hacen referencia al nimero de individuos con lo que es entrenado el modelo.
Dicha lista de valores, tendrd un valor de inicio (k1), un valor final (k2) y
entre ambos se seleccionaran los valores cada k3. Por ejemplo, si se toman
k1=5, k2=11 y k3=2 la lista de valores sera {5,7,9,11}.

Seguidamente, se establece una lista vacia (Nube_Y) donde se deberan
almacenar los rendimientos correspondientes a entrenar el modelo con la can-
tidad de individuos de la lista Nube_X. Asi pues, con ambos conjuntos se
obtendra la nube de puntos que relaciona el cardinal de datos de entrena-
miento con el rendimiento del modelo.

En un siguiente paso, se entra en un bucle “for” para cada valor de la lista
Nube_X. En el que, en primer lugar, se define una lista vacia (Accuracy)
donde almacenar los rendimientos del resultado de validar el modelo. Ahora,
se entra en un nuevo bucle de un nimero determinado de iteraciones (S);
donde en cada iteracién se entrenara y validard el modelo una vez. Dentro
de este ultimo bucle, antes de nada, se seleccionan de forma aleatoria los
conjuntos de validacién y entrenamiento correspondientes. Hay que tener en
cuenta que en cada iteracién habra que seleccionar un nimero x; de indivi-
duos para entrenar el modelo y n individuos para la validacién del mismo.
Siendo x; + n << N, donde z; es el nimero t-ésimo de la lista de valores
Nube_X. Después, se entrena, con el conjunto de entrenamiento, un clasifi-
cador con el algoritmo de aprendizaje automético definido (Modelo) y sus
correspondientes hiperpardmetros (H). Tomando el conjunto de validacién,
se evalia el rendimiento del modelo entrenado (acc); y se adjunta a la lista
de rendimientos (Accuracy).

Una vez salido del bucle de las S iteraciones, se adjunta en la lista Nu-
be_Y la media de la lista de rendimientos (Accuracy) obtenida. Este valor
medio, serd asumido como el rendimiento esperado de entrenar el Modelo
con los hiperparametros H y con un niimero de datos x;.

Por ultimo, una vez salidos del bucle principal, y se ha obtenido la nube de
puntos deseada {Nube_X,Nube_Y}; se ajusta la curva de aprendizaje a dicha
nube de puntos tal y como se ha estudiado en el apartado 3.1. Finalmente,
el algoritmo devuelve el accuracy esperado de entrenar el Modelo, con los
hiperparametros H y con un nimero determinado (1) de datos.
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Algorithm 0: Algoritmo LCP(Learning Curve Prediction)

Entrada: Base de datos (BBDD); Variable independiente (V'); modelo de clasificacién binaria
definido y no entrenado (Modelo); Conjunto de hiperpardmetros del Modelo (H);
proporcién de datos dedicados a la evaluacién (P); primer valor del conjunto z_;
(k1); dltimo valor del conjunto Z; (k2); tamaiio de los saltos entre los valores k1 y
k2 (k3); numero de validaciones hechas para calcular el rendimiento con un
determinado nimero de datos de entrenamiento (S); limite en el que queremos
conocer la estimacién de rendimiento (1).

Salida : Accuracy estimado para el Modelo al ser entrenado con una base de datos de
tamaifio [.

Inicio:

N + Numero_Individuos(BBDD);;

n < (N - P)—mod(N - P,10);

Nube X «+ {k1: k3 : k2};

Nube.Y « {};

for z in Nube_X do

Accuracy<+ {};

for i=1 to S do
Validacion,Entrenamiento+— Aleatorizar(BBDD, z,n);2
Clasificador <— Entrenar(Modelo,V,Entrenamiento, H);3
acc < Evaluar_Accuracy(Clasificador, Validacion);q
Accuracy < Accuracy U acc;

end

Nube.Y < Nube.Y U Media(Accuracy);

end

i
|[Nube_X|
Curva < Ajustar_Curva(Nube_X, Nube.Y, Pesos);
Devolver: (Curva(l))

Notas:

Pesos + { } for i=1 to |Nube_X|;

s 1 La funcién Numero_Individuos calcula el nimero de individuos de una base de datos dada.

= 3 Con la funcién Aleatorizar se divide la base de datos en un conjunto de entrenamiento y otro
de evaluacién siendo x para entrenar y n para validar.

= 3 La funcién Entrenar, tal y como su nombre indica, entrena el Modelo con los hiperparamteros
H dados como input con la base de datos Entrenamiento.

= 4 La funcién Evaluar_Accuracy calcula la precisién del modelo entrenado, evaludndolo con la
base de datos Validacién.

Por lo tanto, la propuesta realizada en este trabajo, reside en que la op-
timizacion bayesiana calcule el rendimiento de cada configuracién de hiper-
parametros haciendo uso del algoritmo aqui expuesto. Pero antes de pasar a
la fase experimental, hay que estudiar el comportamiento del algoritmo para
aprender a usarlo de la manera mas correcta. En el siguiente subapartado se
aborda esta cuestion.
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3.3.1. Estudio del algoritmo

En este subapartado, el objetivo ha sido estudiar y sacar conclusiones
sobre el uso de distintas configuraciones de parametros de entrada en el
Algoritmo LCP. Este trabajo se ha realizado con el objetivo de hacer un
mejor uso de dicho algoritmo en la préactica. En concreto, en el algoritmo
definido anteriormente, hay varios parametros que deben ser definidos por el
usuario:

= P= Proporcién de datos dedicados a la evaluacién.
» {k1,k2,k3}= Serie de puntos incluidos en el conjunto Nube_X.

= S= Numero de veces que se evalia el rendimiento de un modelo entre-
nado con un determinado nimero de datos.

Por otro lado, el usuario puede decidir también si hacer uso de la base
de datos completa, o si tomar una muestra aleatoria de esta para usarla en

1
el algoritmo. En este caso, se ha decidido mantener el valor de P fijo en 3

y variar el nimero de datos incluidos en la base de datos (IN). La razén de
esta eleccién se debe a que en la practica, en numerosas ocasiones, las bases
de datos no tienen un formato compatible con el uso de este tipo de algorit-
mos. Por lo que se debe realizar una extraccién y conversion a un formato
compatible. Al realizar esta accién en entornos de grandes bases de datos, se
debe seleccionar un nimero de datos a convertir, pudiendo seleccionar toda
la base de datos o parte de ella.

Tanto en este apartado como en la fase experimental, se ha querido tra-
bajar con dos modelos de aprendizaje automatico. Se han seleccionado un
modelo del area del aprendizaje automéatico clasico y otro del area del deep
learning. Del area del aprendizaje automatico ha sido seleccionado el algo-
ritmo de clasificacion SVM [33]; no solo por los buenos resultados que ha
mostrado, sino también por el coste computacional tan elevado que tiene al
trabajar con grandes bases de datos. Del area del deep learning, ha sido se-
leccionado la red neuronal del tipo perceptrén multicapa (RN) [34] al ser un
modelo fundamental en esta area y a su vez de los mas utilizados.

En esta fase de estudio se ha trabajado con dos bases de datos. En este
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caso, se ha recurrido a un repositorio ptiblico de datof’}, y las caracteristicas
que han guiado la seleccién de bases de datos han sido las siguientes: que
tuvieran algunas decenas de miles de individuos, que no tuvieran un exceso
de valores perdidos, que tuviesen recogidas algunas decenas de variables y
que existiera una variable categorica binaria que pudiese ser tomada como
variable a predecir. A continuacién, se muestra un resumen de los dos con-
juntos seleccionados, los cuales cumplen las caracteristicas aqui mencionadas.

Adult Dataset :

Esta base de datos recoge informacién sobre distintos aspectos de indi-
viduos adultos estadounidenses. Como por ejemplo: la edad, el sexo, nivel
educativo, pais de origen ... Y entre otras, también encontramos el rango
salarial de cada persona, el cual puede estar por encima de los 50000 dolares
anuales o por debajo. En este caso, se ha tomado esta ultima variable como
la variable dependiente a predecir por los modelos. En total la base de datos
cuenta con 15 variables, 9 de ellas categéricas y 6 numéricas; e informacién
sobre 32561 individuos. Todas las variables categodricas se han convertido en
numéricas para poder ser utilizadas por los algoritmos de clasificacién SVM
y RN.

CelebFaces Datasetl] :

En este caso, estamos ante un conjunto de datos ideado para entrenar
y probar modelos para la detecciéon de rostros. En concreto, en la base de
datos usada, cada individuo hace referencia a una fotografia; y las distintas
variables nos dan informacién sobre las personas que aparecen en ellas: co-
lor de pelo, color de ojos, si llevan sombrero, si estan sonriendo ... En total
contamos con 40 variables categdricas, y en el caso de los modelos del tipo
SVM se ha usado como variable dependiente la variable binaria que informa
sobre si la persona fotografiada usa o no pintalabios; y en el caso de los mo-
delos del tipo RN la variable binaria que informa sobre si el individuo lleva
o no corbata. La base de datos retine informacion sobre 202599 retratos, y
como en el caso anterior, las variables categdricas han sido reconvertidas a

3https://www.kaggle.com/
‘https://www.kaggle.com/kashnitsky/mlcourse?select=adult.data.csv
Shttps://www.kaggle.com/jessicali9530/celeba-dataset
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numéricas para poder ser usadas por el SVM y RN.
3.3.1.1. Modelos con SVM

En el Apéndice B se encuentra el cédigo en lenguaje R de la funcién
programada para realizar las predicciones de la curva de aprendizaje con
modelos de SVM. Puesto que el objetivo en este punto se centra en estudiar
como hacer uso de los parametros del Algoritmo LCP, se decide fijar unos
valores para los hiperparametros del SVM. A continuacién se muestra la
configuracion seleccionada:

Type ‘C-classification’
Kernel ‘polynomial’
Degree 3
Gamma 1/15

Coef0 0

Cost 1

Tolerance 0.001
epsilon 0.1
shrinking 1

Tabla 1: Hiperparametros del algoritmo SVM fijados.

o Curvas de aprendizaje esperadas:

En primer lugar, se han calculado las que seran asumidas como las curvas
de aprendizaje esperadas al aplicar el algoritmo SVM con los hiperparame-
tros recogidos en la Tabla 1 a las bases de datos Adult y CelebFaces. Para
ello, se ha seguido el mismo procedimiento marcado por el Algoritmo LCP
para obtener la nube de puntos {Nube X , Nube_Y}. Se han tomado una
gran cantidad de valores de X en el rango [10,10000], con el objetivo de po-
der estimar la curva de aprendizaje de la manera mas precisa posible.

Una vez obtenida la nube de puntos, se ha realizado la regresion de mini-
mos cuadrados sobre dicho conjunto de puntos. En las gréficas que se mues-
tran a continuacién se pueden observar en color azul las nubes de puntos
obtenidas, y en color naranja las curvas de aprendizaje que se ha estimado
sobre dichas nubes. Por lo tanto, dada la gran cantidad de puntos con los
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que han sido calculadas las curvas, éstas serdan asumidas como las curvas de
aprendizaje esperadas.

AM:

e

T

a: Adult b: CelebFaces

Figura 7: Curvas de aprendizaje esperadas con SVM.

A continuacion, se muestran los resultados numéricos del proceso de mini-
mos cuadrados no lineales aplicado. Nétese que el proceso de minimos cuadra-
dos no lineales permite obtener la significatividad estadistica de los pardame-
tros de la curva estimados, lo que permite cuantificar la calidad de la esti-
macion.

Adult:

Estimate Std. Error t value Pr(>ltl)
a 0.1296890 0.01977052 7.0404653 6.294826e-11
b 0.2299450 0.05860195 1.3491929 1.792946e-01
c -0.2604634 0.24463437 -0.8124437 4.178161e-01

CelebFaces:

Estimate Std. Error t value Pr(>|tl)
a 0.04402075 0.006472723 6.800963 7.779463e-11
b 2.42753078 0.450084264 5.393503 1.615915e-07
c -0.43706177 0.034317286 -12.735907 6.715243e-29
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Por lo tanto, las curvas de aprendizaje esperadas quedarian asi formali-
zadas:

A(n) aguir = 0.870311 — 0.229945(0 - 02604634 (25)

A(N) CetebFaces = 0.9559792 — 2.42753078 - = 043706177 (26)

o Estudio del valor de N:

Para poder estudiar el efecto del parametro N correctamente, se han fijado
el resto de pardmetros en estudio de la siguiente manera:

k1| k2 k3 | S
10 | 4010 | 1000 | 5

Tabla 2: Pardmetros fijados del Algoritmo LCP para el estudio de N.

En este caso, y en el resto de trabajo, a la hora de medir el error entre
la curva de aprendizaje esperada y la que se ha obtenido en cada caso, se ha
calculado mediante el error absoluto medio (ecuacién (6)).

En los gréaficos de la Figura 8, se puede observar como cambia el error
cometido en funcién de la N seleccionada. En este caso, se han tomado como
posibles valores de N el conjunto de valores {6000, 8000, 10000, 15000, 20000,
30000}. Por otro lado, el error ha sido calculado en los puntos {6000:100:20000}
para la base de datos Adult, y en los puntos {6000:1000:200000} para la base
de datos CelebFuaces. La razén por la que se han tomado estas dos listas di-
ferentes, era para tener referencias del comportamiento del error al medirlo
tanto a medio alcance como a largo alcance.

A su vez, en los gréficos de la Figura 9 se grafica el tiempo (en segundos)
necesario para ejecutar el Algoritmo LCP con cada configuracion de N.

Tanto en este caso, como en el resto de casos estudiados se han realizado

un total de 10 pruebas independientes para medir tanto el error como el
tiempo de coémputo necesario.
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Figura 8: Error Absoluto Medio entre la curva esperada y la estimacion.
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a: Adult b: CelebFaces

Figura 9: Tiempo(segundos) necesario para ejecutar el algoritmo con cada
valor de IN.

La clara conclusion que se saca de las graficas, es que no se perciben me-
joras significativas, en cuanto al error cometido, al aumentar el tamano de la
base de datos dada al algoritmo. En cambio, el tiempo de computo crece al
aumentar N. Por lo que no parece que este aumento tenga grandes ventajas.
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Atn y todo, al definir este parametro, hay que tener en cuenta que su valor
estd en estrecha relacion con los valores de ky v P.

o Estudio de los valores de k1, k2 y k3:

Para poder estudiar el efecto de los parametros k; correctamente, se han
fijado el resto de parametros en estudio de la siguiente manera:

N |S
8000 | 5

Tabla 3: Parametros fijados del Algoritmo LCP para el estudio de k;.

Las combinaciones de los valores de k; seleccionados han sido: {[k;=10,
ko=110, k3=10], [k1=10, k,=1010, k3=100], [k;=10, k2=2010, k3=500], [k;=10,
ky=4010, k3=1000]}. La seleccién se ha hecho pensando en tener cubiertas
las situaciones en las que el valor de k3 es alto y bajo y que el nimero total
de mediciones a realizar sea alto y bajo. Por su parte, el error se ha medido
de la misma forma que en el caso anterior.

[ ki=10k2=110k3=10 [ ki=10k2=110k3=10
* [ k1=10k2=1010k3=100 [ ki=10k2=1010,k3=100
[ k1=10k2=2010k3=500 . [ k1=10,k2=2010,k3=500

[ ki=10k2=4010,k3=1000 [ k1=10k2=4010,k3=1000

é - | -
a: Adult b: CelebFaces

Figura 10: Error Absoluto Medio entre la curva esperada y la estimacion.
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[ k1=10,k2=2010k3=500
[ ki=10,k2=4010,k3=1000 . [ ki=10k2=4010,k3=1000

a: Adult b: CelebFaces

Figura 11: Tiempo(segundos) para ejecutar el algoritmo con distintos valores

ki.

Observando, se percibe cdmo en las grificas con el error cometido (Figura
10), el resultado més visible es que el establecer un valor de ks bajo (boxplot
azul) no es beneficioso, aunque en total se obtenga una nube de puntos con
mas puntos que en otros casos. A su vez, se destaca como en el caso de la base
de datos CelebFaces, con la tercera configuracién probada se obtienen unos
resultados algo peores que con la tercera y cuarta configuracién. Analizando
por otro lado las graficas que recogen el tiempo (en segundos) necesario para
ejecutar el Algoritmo LCP en funcién de la configuracion de los pardme-
tros k;, el resultado que mas destaca es que cuando se establece un valor de
ko alto el tiempo de computo crece considerablemente, mientras que el error
cometido no se reduce en comparacion con otras configuraciones.

En términos generales, tendiendo en cuenta el error cometido y el tiempo
de computo necesario, las dos configuraciones intermedias (boxplot naranja
y verde) quedan mejor posicionadas. Esto apunta a la necesidad de tener que
mantener un equilibrio entre los parametros k; para tener los mejores resulta-
dos. También hay que tener en cuenta que el valor de ko esta estrechamente
ligado a los valores de N y P, debiendo tener en cuenta el valor del estos al
definirlo.
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o Estudio del valor de S:

Nuevamente, para poder estudiar el efecto del parametro S correctamente,
se han fijado el resto de parametros en estudio de la siguiente manera. En el
caso de la base de datos Adult se ha usado:

ki| k2 | k3| N
10 | 2010 | 500 | 8000

Tabla 4: Parametros fijados del Algoritmo LCP para base de datos Adult
en el estudio de S.

Y en la base de datos CelebFaces se ha usado:

ki| k2 | k3 | N
10 | 1010 | 100 | 8000

Tabla 5: Parametros fijados del Algoritmo LCP para base de datos Celeb-
Faces en el estudio de S.

La razdén de esta diferenciacién se debe a los resultados obtenidos en el
estudio de los valores k;, donde en el caso de la base de datos CelebFuces, la
combinacién {k;=10, k2=2010, k3=500} mostraba un peor comportamiento
respecto al error cometido.

En los graficos de la Figura 12 se puede ver cémo cambia el error cometido
en funcion de la S seleccionada. El error se ha vuelto a calcular como en los
casos anteriores. A su vez, los grificos de la Figura 13 muestran el tiempo (en
segundos) necesario para correr el Algoritmo LCP en funcién del valor de S.

Los resultados muestran claramente que, por un lado, no existen diferen-
cias significativas, respecto al error, al usar una S més alta. Pero por otro
lado, muestran que el tiempo de computo necesario crece notablemente al
aumentar el valor de S. Por lo tanto, no se aprecia un beneficio en establecer
valores altos de S.
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3.3.1.2. Modelos con RN

En el Apéndice C se encuentra el cédigo en lenguaje R de la funcién
programada para realizar las predicciones de la curva de aprendizaje con
modelos de RN. Como en el caso anterior, en este también se han fijado
los valores de los hiperparametros de la RN. A continuacién se muestra la
configuracion seleccionada:

Numero de capas ocultas 3
Funcién activacién 1. capa oculta relu
Numero neuronas 1. capa oculta 100
Funcién activacién 2. capa oculta relu
Numero neuronas 2. capa oculta 100
Funcion activacion 3. capa oculta relu
Numero neuronas 3. capa oculta 100

Funcién activacion capa salida sigmoid
Numero neuronas capa salida 1
optimizador RMSprop
loss MSE
Metrics Accuracy
Epochs 25
Batch_Size 10

Tabla 6: Hiperparametros del algoritmo RN fijados.

o Curvas de aprendizaje esperadas:

En este caso también se han calculado las que seran asumidas como las
curvas de aprendizaje esperadas al aplicar el algoritmo RN con los hiper-
parametros recogidos en la Tabla 6 a las bases de datos Adult y CelebFaces.

Para ello, se han seguido los mismos pasos que en el caso del SVM, pero
tomando un rango de valores de X més reducido: [10,7000]. Esto se ha hecho
para reducir los tiempos de computo y dando por hecho que la nube de puntos
obtenida tendra la suficiente cantidad de puntos como para estimar la curva
de aprendizaje esperada con suficiente precision.
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a: Adult b: CelebFaces

Figura 14: Curvas de aprendizaje esperadas con RN.

A continuacion, se muestran los resultados numéricos del proceso de mini-
mos cuadrados no lineales aplicado. Nuevamente, se destaca el hecho de que
este método permite obtener la significatividad estadistica de los parametros
estimados de la curva de aprendizaje.

Adult:

Estimate Std. Error t value Pr(>|tl)
a 0.1186939 0.02529674 4.692061 7.969122e-06
b 0.6638338 0.22390899 2.964748 3.728407e-03
c -0.2752065 0.08483621 -3.243975 1.569058e-03

CelebFaces:

Estimate Std. Error t value Pr(>lt])
a 0.05209827 0.11885835 0.4383224 6.619821e-01
b 0.24737315 0.06117886 4.0434415 9.608108e-05
c -0.10000000 0.10405556 -0.9610251 3.385735e-01

Por lo tanto, las curvas de aprendizaje esperadas quedarian asi formali-
zadas:
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A(n) Agui = 0.8813061 — 0.6638338 - 102752065 (27)

A(n) CetebFaces = 0.9479017 — 0.24737315 - =01 (28)

o Estudio del valor de N:

Para poder estudiar el efecto del parametro N correctamente, se han fijado
el resto de parametros en estudio de la siguiente manera:

ki| k2 | k3 |S
10 | 2010 | 500 | 5

Tabla 7: Parametros fijados del Algoritmo LCP para el estudio de N.

Con los modelos RN, se ha vuelto a medir el error haciendo uso del error
absoluto medio (ecuacién 6). Y se han vuelto a usar los puntos {6000:100:20000}
para calcular el error en la base de datos Adult, y los puntos {6000:1000:200000 }
para la base de datos CelebFaces. A su vez, los valores de N con los que se
ha trabajado han vuelto a ser: {6000, 8000, 10000, 15000, 20000, 30000}.

En los gréaficos de la Figura 15 se puede observar como cambia el error
cometido en funcion de la N seleccionada. Y en los graficos de la Figura 16 se
grafica el tiempo (en segundos) necesario para ejecutar el Algoritmo LCP
con cada configuracion de N.

Nuevamente, tanto en este caso, como en el resto de casos estudiados se

han realizado un total de 10 pruebas independientes para medir tanto el error
como el tiempo de computo necesario.
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Figura 16: Tiempo(segundos) necesario para ejecutar el algoritmo con cada
valor de IN.

Otra vez, como en el caso del SVM, se obtiene la conclusién de que en
lo que respecta al error cometido, no se perciben mejoras significativas al
aumentar el tamano de la base de datos dada al algoritmo. En cambio, en
cuanto al tiempo de computo necesario corresponde, se ve como éste aumenta
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al crecer el valor de N. Este ultimo hecho se ve de forma més visible en la

base de datos Adult.

o Estudio de los valores de k1, k2

y k3:

Para poder estudiar el efecto de los parametros k; correctamente, se han
fijado el resto de parametros en estudio de la siguiente manera:

N
8000

S
5

Tabla 8: Parametros fijados del Algoritmo LCP para el estudio de k;.

Las combinaciones de los valores de k; seleccionados han sido las mismas
que en el caso SVM: {[k1=10, ko=110, k3=10], [k1=10, ky=1010, k3=100],
[k1=10, k2=2010, k3=500], [k1=10, ky=4010, k3=1000]}. Y el error se ha
vuelto a medir de la misma manera.

B k=10)2=110k3=10
o [ ki=10k2=1010,k3=100
[ ki=10k2=2010k3=500
[ ki=10k2=4010,k3=1000
a: Adult

T

B ki=10k2=110k3=10

[0 ki=10k2=1010,k3=100
[ ki=10k2=2010,k3=500
B ki=10k2=4010,k3=1000

Il

L

b: CelebFaces

Figura 17: Error Absoluto Medio entre la curva esperada y la estimacion.
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! D k1=10k2=4010,k3=1000
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Figura 18: Tiempo(segundos) para ejecutar el algoritmo con distintos valores

ki.

Observando las graficas se percibe que en este caso no es posible obte-
ner resultados tan concluyentes como en situaciones anteriores. En cuanto
al error, no se perciben relaciones significativas entre las distintas configura-
ciones de k; y el error cometido, aunque en el caso de CelebFaces se percibe
un ligero patréon descendente en las cuatro configuraciones probadas. Por lo
que respecta al coste computacional, se ve como en el caso de la base de
datos Adult han salido peor paradas las configuraciones que debian hacer un
mayor nimero de evaluaciones. En cambio en la base de datos CelebFuaces no
se percibe un patrén claro.

o Estudio del valor de S:

Nuevamente, para poder estudiar el efecto del parametro S correctamente,
se han fijado el resto de pardmetros en estudio de la siguiente manera. En el
caso de la base de datos Adult se ha usado:

ki| k2 | k3| N
10 | 2010 | 500 | 8000

Tabla 9: Pardmetros fijados del Algoritmo LCP para base de datos Adult
en el estudio de S.

47



Y en la base de datos CelebFaces se ha usado:

ki | k2 [ k3| N
10 | 110 | 10 | 8000

Tabla 10: Parametros fijados del Algoritmo LCP para base de datos Ce-
lebFuaces en el estudio de S.

La razén de esta diferenciacién se debe a los resultados obtenidos en el
estudio de los valores k;. Y se han seleccionado las opciones que han tenido
un menor coste computacional. En ambos casos, las configuraciones seleccio-
nadas tenian un menor coste computacional y un error asociado similar al
resto de opciones.

En los gréficos de la Figura 19 se puede ver como cambia el error cometi-
do en funcién de la S seleccionada. El error se ha vuelto a calcular como en
los casos anteriores. A su vez, los graficos de la Figura 20 muestran el tiem-
po (en segundos) necesario para correr el Algoritmo LCP en funcién del
valor de S. Los resultados muestran claramente que, por un lado, no existen
diferencias significativas, respecto al error, en usar una S mas alta. Pero por
otro lado, muestran que el tiempo de computo necesario crece notablemente
al aumentar el valor de S.
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Figura 19: Error Absoluto Medio entre la curva esperada y la estimacion.
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Figura 20: Tiempo(segundos) para ejecutar el algoritmo con distintos valores

S.

3.3.1.3. Conclusiones

Tras analizar los distintos casos expuestos, las conclusiones sobre la con-
figuracién de los parametros del Algoritmo LCP son las siguientes. En
primer lugar, en lo que al tamano N corresponde, se ha visto que no com-
pensa tomar valores muy grandes, pues mientras que el coste computacional
asociado aumenta, el error cometido se mantiene relativamente estable. En
cuanto a los valores k;, no se percibe que puedan sacarse conclusiones ge-
nerales, pero como recomendacion se apunta a no tomar una configuracion
que tenga que realizar excesivas evaluaciones ni que tenga un valor ks muy
alto. Por tltimo, con S tampoco se ha visto que tomar valores altos tenga
un especial beneficio. Por lo que se recomienda un valor bajo pero que intro-
duzca algo de variabilidad, como por ejemplo S=3. A su vez, hay que tener
en cuenta que los valores N, P y ks son dependientes, y que el valor de uno
condiciona al resto.

49



4. Experimentacién

El objetivo de la fase experimental es verificar que el uso de la estimacion
de las curvas de aprendizaje para predecir el rendimiento de un modelo de
aprendizaje automatico, puede acelerar la optimizacién bayesiana frente al
uso de la validacién cruzada. Por lo tanto, la experimentacion se ha centrado
en comparar los resultados y el coste computacional asociado con cada uno
de los métodos.

Tal y como se ha visto a lo largo del trabajo, al usar la optimizacion
bayesiana en la practica, suele utilizarse la validacién cruzada para medir el
rendimiento de un modelo. Suponiendo un caso concreto en el que se evalia
el rendimiento mediante validacién cruzada, haciendo uso de grupos de Gy
individuos para el entrenamiento y grupos de G5 individuos para la validacion
(donde Gy = ¢+ Gy: ¢ € N); el rendimiento medio obtenido como resultado
de las validaciones se asume como una buena estimacién del rendimiento que
podemos esperar al entrenar el modelo con G; datos. Es por ello que, en
el diseno de la fase experimental, se ha decidido tomar como la solucién de
referencia la obtenida usando el método de validacién cruzada, y se compara
con el uso del método de curvas de aprendizaje. Por lo tanto, el objetivo del
experimento es ver si la calidad de los resultados de la optimizacion baye-
sina obtenidos con curvas de aprendizaje, son lo suficientemente buenos y
si representan una ventaja real en la reduccién del coste computacional del
proceso de optimizacion.

En la experimentacién se han vuelto a usar los mismos algoritmos de
aprendizaje automatico utilizados en el subapartado 3.3.1, es decir, el sup-
port vector machine (SVM) y la red neuronal del tipo perceptrén multicapa
(RN). Las razones de usar estos algoritmos son las mismas que las presenta-
das en dicho apartado. Se ha querido experimentar con un algoritmo del area
del aprendizaje automatico clasico y otro del area del deep learning. El mo-
tivo de haber seleccionado el SVM es por los buenos resultados que muestra
y por el elevado coste computacional que tiene al trabajar con grandes bases
de datos. Por otro lado, se ha seleccionado el perceptron multicapa por ser
un modelo basico del deep learning y, a su vez, de los més utilizados.

Para la experimentacién se ha trabajado con los datos publicos de la
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Agencia Espacial Europea (ESA) sobre la misién GAIAE]. GAIA es una son-
da espacial de la ESA que fue lanzada el 19 de diciembre de 2013, y es usada
dentro de la misién homénima donde proporciona astrometria, fotometria y
espectroscopia de mas de 1000 millones de estrellas en la Via Lactea. Con el
objetivo de trazar un mapa tridimensional de nuestra Galaxia, la Via Lactea,
en el proceso que revela la composicién, formacion y evolucion de la Galaxia.
En concreto, se ha trabajado con una base de datos con un total de 32 va-
riables y 1310718 observaciones. Para poder entrenar un clasificador binario,
se ha binomizado la variable que indica el nimero de malas observaciones
astrométricas realizadas en escaneo largo, convirtiéndola en una variable que
informa si existen o no malas observaciones.

En toda la experimentacién, se ha usado la funcién de adquisicion ezpec-
ted improvement (EI), puesto que en la literatura se destaca que es capaz de
mantener un buen equilibrio entre la exploraciéon y la explotacién del espacio
muestral. A su vez, en la optimizacién bayesiana, se han tomado 8 mediciones
iniciales desde donde comenzar las iteraciones de optimizacién en el caso del
SVM y 7 en el de RN. El niimero de mediciones iniciales no ha sido selec-
cionado aleatoriamente, sino que se ha tenido en cuenta que debe ser mayor
que el numero de parametros a optimizar, y que cuantas mas evaluaciones
se realizan mas aumenta el tiempo de cémputo necesario. Por tltimo, se han
realizado 5 iteraciones de optimizacion bayesiana, donde en cada una se han

tomado las dos posibles mejores combinaciones de hiperparametros respecto
a EL

La combinacion de parametros del Algoritmo LCP seleccionada para
experimentar ha sido la siguiente:

N |[kl1| k2 | k3 |S 1
2010 | 10 | 1010 | 250 | 3 | 10000

Tabla 11: Parametros fijados del Algoritmo LCP para la experimentacion.

Esta seleccion de valores se ha realizado teniendo en cuenta las conclu-
siones obtenidas en el subapartado 3.3.1. Esto supone que, para evaluar el
rendimiento de una configuraciéon de hiperparametros se sigue el siguiente

Chttps://gea.esac.esa.int/archive/
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proceso: Partiendo de una muestra aleatoria de N=2010 individuos, en pri-
mer lugar, se entrena el modelo de manera independiente utilizando como
tamanos de conjunto de entrenamiento los valores {10,260,510,760,1010},
utilizando para la validacién todos aquellos datos no utilizados para el entre-
namiento y realizando la division de forma aleatoria. Para cada uno de esos
valores, se entrena y evalia el modelo un total de S=3 veces, tomando la
media como rendimiento esperado. Con los resultados obtenidos, se estima
la curva de aprendizaje; y con dicha curva se predice cual sera el rendimiento
esperado al entrenar el modelo con 1=10000 individuos.

A su vez, para tener una referencia con la que comparar, se ha aplicado
la optimizacion bayesiana con el método de la validacion cruzada. Para ello
se han tomado muestras aleatorias de 15000 individuos y se ha aplicado un
3-fold cross wvalidation. Lo que implica que el resultado de la optimizacién
obtenido, se asume como una solucion de referencia en caso de hacer uso de
10000 datos de entrenamiento.

En un inicio, el objetivo de la experimentacion era trabajar a una escala
mas grande, pero los altos costes computacionales de algunos de los procesos
no lo han permitido.

4.1. Modelos con SVM

Antes de nada, se han definido los hiperparametros de SVM a optimizar
junto con su espacio de busqueda. Y a su vez, se han establecido que hiper-
parametros se han fijado previamente.

Hiperparametro | Posibles valores
Degree {1,2,3,4,5}
Gamma (2715, 23]
Coef0 [-1,1]
Cost {1,2}
Tolerance [1075,1071]
Epsilon [0.001,0.5]
Shirinking {True,False}

Tabla 12: Hiperparametros de SVM a optimizar.
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Hiperparametro | Valor fijado
Type 'C-classification’
Kernel 'polynomial’

Tabla 13: Hiperparametros de SVM fijados.

En este caso, con el objetivo de acelerar los calculos, el problema se ha
paralelizado. Dicha paralelizacién ha consistido en repartir los calculos ne-
cesarios entre 8 clusters de procesamiento diferentes. Esto ha sido posible
gracias a la librerfa doParallel de R, y la posibilidad que ofrece la optimi-
zacion bayesiana de paralelizar los cédlculos.

Uso de la validaciéon cruzada para la estimacion de rendimiento

Debido al alto coste computacional asociado a este proceso, inicamente
se han llevado a cabo un total de 5 ejecuciones independientes. En la Tabla
14, se muestra un resumen estadistico del coste temporal (en segundos).

Min. | 1st Qu. | Median | Mean | 3rd Qu. | Max.
66143 | 67334 67490 | 69936 72426 | 76286

Tabla 14: Coste computacional de la optimizacién bayesiana con VC.

Los resultados muestran que son necesarias mas de 19 horas de media
para completar la optimizacion bayesiana utilizando la validacién cruzada
para medir el rendimiento. Este elevado coste computacional es debido a que
el Algoritmo SVM tiene una complejidad del orden O(n?)[1] [35].

En la Tabla 15, se muestran los resultados obtenidos en cada ejecucion,
donde podemos ver la combinacién de hiperparametros seleccionada y el ren-
dimiento (Accuracy) asociado.

"https://www.thekerneltrip.com/machine/learning/
computational-complexity-learning-algorithms/
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Ejec | D | G Coef | Cost | Tol Eps Shiri | Accuracy
1 1| 1.364 | -0.938 2 0.035 | 0.500 | FALSE | 0.6723105
2 1 ]6.890 | 0.289 2 0.084 | 0.0826 | TRUE | 0.6727104
3 1 | 4.569 | 0.407 1 0.089 | 0.027 | FALSE | 0.6723772
4 1] 7.608 | 0.740 1 0.036 | 0.001 | TRUE | 0.6725100
5 114912 | 0.701 1 0.072 | 0.415 | FALSE | 0.6727762

Tabla 15: Resultados de las ejecuciones con SVM y validacion cruzada.

Uso de curvas de aprendizaje para la estimacion de rendimiento

En el Apéndice D se encuentra el codigo de R con el que se ha realizado la
optimizacién bayesiana para el algoritmo SVM con la prediccion de la curva
de aprendizaje. En este caso se han realizado un total de 10 ejecuciones
independientes, y a continuacion se muestra un resumen estadistico del coste
temporal (en segundos) de los mismos.

Min. | 1st Qu. | Median | Mean | 3rd Qu. | Max.
177.0 | 248.6 284.7 299.7 344.7 415.4

Tabla 16: Coste computacional de la optimizacién bayesiana con CA.

En los resultados de la Tabla 16, se puede observar como son necesarios en
torno a 5 minutos de media para completar la optimizacién bayesiana hacien-
do uso del Algoritmo LCP para medir los rendimientos. A continuacién,
se muestran los resultados obtenidos en cada ejecucion, donde podemos ver
la combinacién de hiperpardmetros seleccionada y el rendimiento (Accuracy)
asociado.

Ejec | D | G Coef | Cost | Tol | Eps | Shiri | Accuracy
1 1 | 7.457 | 0.388 2 0.085 | 0.188 | FALSE | 0.6766098
2 1 ]0.062 | 0.233 2 0.011 | 0.500 | TRUE | 0.7070098
3 1| 7.784 | 0.473 1 0.084 | 0.001 | FALSE | 0.6951548
4 1 ]6.721 | -0.782 2 0.050 | 0.093 | TRUE | 0.7378667
5 1 10.502 | 0.043 1 0.001 | 0.128 | TRUE | 0.7105807
6 1 10.984 | 0.009 1 0.009 | 0.500 | TRUE | 0.7111867
7 1 | 8.000 | 0.956 1 0.095 | 0.038 | FALSE | 0.7138451
8 1 ]16.051 | 0.306 1 0.069 | 0.500 | FALSE | 0.6857512
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Ejec | D| G | Coef | Cost | Tol | Eps | Shiri | Accuracy
9 1 |4.068 | 0.434 1 0.081 | 0.001 | FALSE | 0.7188314
10 | 1 |6.739 | 0.298 2 0.082 | 0.043 | TRUE | 0.7235494

Tabla 17: Resultados de las ejecuciones con SVM y curvas de aprendizaje.

En primer lugar, en cuanto al tiempo de cémputo se refiere, es destacable
que entre un método y otro existe una gran diferencia. Mientras que con el
primer método se han necesitado mas 19 horas de media, el segundo método
no ha necesitado mas que 5 minutos de media para completar el proceso.
Esto supone una reduccién de més del 99 %, por lo que en cuanto al tiempo
de cémputo se refiere, se han obtenido resultados mas que favorables en favor
del uso de método de curvas de aprendizaje.

En segundo lugar, en lo que respecta a la configuracién de hiperparame-
tros obtenida con cada método, se ha querido ver si existe una clara dife-
renciacion entre las soluciones. En caso de que las soluciones logradas con
la validacién cruzada, las cuales se asumen como soluciones de referencia, se
agrupasen de manera conjunta diferenciandose claramente de las soluciones
obtenidas por curvas de aprendizaje; podria indicar la existencia de uno o
varios maximos que el segundo método no esta siendo capaz de identificar.
Esto ultimo seria un claro error del método basado en curvas de aprendizaje,
lo que pondria en cuestién su validez. Puesto que a simple vista es compli-
cado aceptar o rechazar una clara diferenciacién entre los resultados, se ha
recurrido a la técnica del andlisis de las componentes principales. Tal y como
sabemos de la teoria, el andlisis de componentes principales puede ser usado
para la determinacién de datos homogéneos o clusters [36]. Analizando la
representacion de las diferentes soluciones encontradas respecto a las dos pri-
meras componentes principales (Figura 21), no se percibe que las soluciones
del método de la validacién cruzada se agrupen de manera diferenciada. A
su vez, se ve que en cuatro casos ambos métodos han obtenido resultados
similares.

Por 1ultimo, en cuanto a los accuracy devueltos en el segundo caso por la
optimizacién bayesiana, los cuales han sido estimados por curvas de apren-
dizaje, se puede observar variabilidad entre los casos. Esto se debe a que la
calidad de las proyecciones de las curvas de aprendizaje realizadas no son
siempre 6ptimas, y pueden sobrevalorar o infravalorar el rendimiento futuro
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de una combinacién dada. Pero mas alla de la variabilidad existente, la cual
puede ser causada por la variacién de las bases de datos utilizadas en cada
caso, o simplemente por la naturaleza probabilistica del método, tal y como
se ve en la Figura 22 no hay existencia de outliers en los resultados obteni-
dos. Esto ultimo, demuestra que el uso de este método da ciertas garantias
de robustez frente a la variabilidad.

Método
VC
CA

22.27%

pPC2=

PC1=47.18%

Figura 21: Nube de puntos de las dos primeras componentes principales.

Figura 22: Boxplot de rendimientos obtenidos con CA.
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4.2. Modelos con RN

Tal y como se ha realizado con al algoritmo anterior, antes de nada, se
han definido los hiperparametros de RN a optimizar junto con su espacio de
buisqueda y los hiperparametros que se han fijado previamente.

Hiperparametro Posibles valores
Numero de neuronas en 1. capa {1,2,...,250}
Numero de neuronas en 2. capa {1,2,...,250}
Numero de neuronas en 3. capa {1,2,...,250}

Learning Rate [0,1]
RHO [0,1]
Decay [0,1]

Tabla 18: Hiperparametros de RN a optimizar.

Hiperparametro Valores fijados
Numero de capas ocultas 3
Funcién activacién capas ocultas relu
Funcién activacién capa salida sigmoid
Numero neuronas capa salida 1
optimizador RMSprop
loss MSE
Metrics Accuracy
Epochs 25
Batch_Size 10

Tabla 19: Hiperparametros de RN fijados.

En este caso, el problema no ha sido posible paralelizarlo por la incom-

patibilidad de las librerias encargadas de la paralelizacion y de las redes
neuronales.

Uso de la validacion cruzada para la estimacién de rendimiento

En este experimento, el coste computacional ha permitido realizar 10 eje-
cuciones independientes. A continuacion, se muestra un resumen estadistico
del coste temporal (en segundos).
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1491

Min.

1st Qu.
1558

Median
1627

Mean
1650

3rd Qu.
1715

Max.
1922

Tabla 20: Coste computacional de la optimizacién bayesiana con VC.

Los resultados muestran como son necesarios 27,5 minutos de media para
completar la optimizacién bayesiana utilizando la validacién cruzada para
medir el rendimiento. Y a continuacion, se muestran los resultados obtenidos
en cada ejecucion, donde podemos ver la combinacién de hiperparametros
seleccionada y el rendimiento (Accuracy) asociado.

Ejec | L1 | L2 | L3 | LR | RHO | D | Accuracy
1 1 1 | 250 | 0.000 | 0.342 | 0.000 | 0.6223175
2 1 1250 1 |0.070 | 0.597 | 0.402 | 0.6223176
3 2391239 | 1 |0.423 | 0.000 | 0.888 | 0.6223174
4 43 | 23 | 63 | 0.590 | 0.810 | 0.814 | 0.6223174
5 250 1250 | 1 ]0.934] 0.924 | 0.522 | 0.6223178
6 169 | 186 | 58 | 0.516 | 0.768 | 0.283 | 0.6223174
7 38 [ 122 | 33 | 0.804 | 0.216 | 0.038 | 0.6223175
8 9 | 110 | 28 | 0.019 | 0.636 | 0.747 | 0.6472484
9 87 | 32 | 201 | 0.013 | 0.276 | 0.610 | 0.6596457
10 1 1250 1 |0.871] 0.165 | 0.288 | 0.6223171

Tabla 21: Resultados de las ejecuciones con RN y validaciéon cruzada.

Uso de curvas de aprendizaje para la estimacion de rendimiento

En el Apéndice E se encuentra el cédigo de R con el que se ha realizado
la optimizacién bayesiana para el algoritmo RN con la prediccion de la curva
de aprendizaje. En este caso se han realizado un total de 10 ejecuciones
independientes, y a continuacion se muestra un resumen estadistico del coste

temporal (en segundos) de los mismos.

645

Min.

1st Qu.
714

Median
728

Mean
791

3rd Qu.
772

Max.
1197

Tabla 22: Coste computacional de la optimizacién bayesiana con CA.
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En los resultados de la Tabla 22, se puede observar que son necesarios
en torno a 13 minutos de media para completar la optimizacion bayesiana
haciendo uso del Algoritmo LCP para medir los rendimientos. A continua-
cién, se muestran los resultados obtenidos en cada ejecucion, donde podemos
ver la combinacién de hiperpardametros seleccionada y el rendimiento (Accu-
racy) asociado.

Ejec | L1 | L2 | L3 | LR | RHO D Accuracy
1 1 (250 1 |0.659 | 0.546 | 1.000 | 0.6223881
2 51 | 35 | 2 10419 0.567 | 0.252 | 0.6614665
3 250 | 1 | 151 |0.109 | 0.535 | 0.222 | 0.6614665
4 90 | 28 | 30 [ 0.001 | 0.790 | 0.305 | 0.6354190
5 119 | 215 | 155 | 0.514 | 0.027 | 0.188 | 0.6687200
6 250 | 1 1 10.000 | 1.000 | 0.367 | 0.6396986
7 1 1250 1 [0.629 | 0.601 | 0.688 | 0.6223881
8 113 9 | 109 | 0.677 | 0.857 | 0.968 | 0.6325087
9 1 (250 1 |0.678 | 0.549 | 0.829 | 0.6223881
10 1 1 1250 | 0.750 | 0.806 | 0.996 | 0.6223881

Tabla 23: Resultados de las ejecuciones con RN y curvas de aprendizaje.

En primer lugar, en cuanto al tiempo de cémputo se refiere, es visible
que la diferencia entre un método y otro ya no es tan elevada. Aun y todo,
mientras que con el primer método se han necesitado 27.5 minutos media, el
segundo método ha necesitado algo méas de 13 minutos de media para com-
pletar el proceso. Esto supone una reduccién de més del 50 %, por lo que,
aunque la diferencia no es tan grande como en el primer caso, se han vuelto a
obtener resultados mas que favorables en favor del uso de método de curvas
de aprendizaje.

En segundo lugar, en lo que respecta a la configuracién de hiperparame-
tros obtenida con cada método, se ha recurrido nuevamente a la técnica del
andlisis de las componentes principales. Analizando la representacion de las
diferentes soluciones encontradas respecto a las dos primeras componentes
principales (Figura 23), no se percibe la existencia de una clara diferencia-
cién entre las soluciones de los dos métodos. A su vez, se vuelve a percibir
similitud entre varias soluciones encontradas con cada método
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Por dltimo, en cuanto a los accuracy devueltos por la optimizacién ba-
yesiana, los cuales han sido estimados por curvas de aprendizaje, se vuelve
a apreciar cierta variabilidad entre los casos, aunque menor que en el ex-
perimento anterior. Pero la ausencia de outliers entre dichos valores, tal y
como se ve en la Figura 24, demuestra nuevamente que el uso de curvas de
aprendizaje como método de estimacion de rendimientos da ciertas garantias
de robustez frente a la variabilidad.

Método
2 VC
CA

22.50%

PC2=

-2 -1 0 1 2

PC1=32.78%

Figura 23: Nube de puntos de las dos primeras componentes principales.

Figura 24: Boxplot de rendimientos obtenidos con CA.
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5. Conclusiones y trabajos futuros

En este trabajo de fin de master, tras analizar el estado del arte en lo que
respecta a las curvas de aprendizaje y la optimizacién de hiperparametros,
se ha planteado la hipotesis de que el uso de las curvas de aprendizaje como
método de predecir el rendimiento de un modelo de aprendizaje automati-
co, podria ser de utilidad a la hora de reducir el coste computacional de la
optimizacién bayesiana. Esta hipdtesis, se sostiene sobre la intuicion de que
dicho método debiera ser notablemente menos costoso que la validacién cru-
zada, técnica utilizada cominmente en la optimizacion bayesiana para medir
el rendimiento de un modelo dado.

Tras estudiar las bases tedricas de las curvas de aprendizaje y la optimiza-
cién bayesiana, se ha disenado y analizado la mejor forma de usar un método
capaz de predecir el rendimiento de un modelo en base a la estimacién de las
curvas de aprendizaje. En la fase experimental del trabajo se ha comparado
dicho método con el uso de la validacién cruzada. Los resultados obtenidos,
han venido a confirmar la conjetura planteada.

En los dos experimentos realizados, el primero con modelos SVM y el
segundo con modelos RN, se han reducido el tiempo medio de ejecucién de
la optimizacién bayesiana en un 99 % y en un 50 % respectivamente. Por lo
que los resultados son mas que favorables en favor del uso de las curvas de
aprendizaje. A su vez, hay que tener en cuenta que en este caso se ha experi-
mentado en una escala reducida en cuanto a la cantidad de datos se refiere;
y se espera que estas diferencias aumenten en escalas de trabajo mucho mas
grandes. En lo que respecta a las configuraciones de hiperpardmetros devuel-
tas como solucién, no se han detectado diferencias significativas entre los
resultados obtenidos con ambos métodos, y esto ultimo también va en favor
del método de curvas de aprendizaje.

Los beneficios que puede acarrear la adopcion de esta técnica en la practi-
ca son considerables, principalmente, en la optimizacién de hiperpardmetros
en entornos de Big Data. Ahi se espera que las diferencias de tiempo de
computo entre ambos métodos se amplie en favor, nuevamente, de las curvas
de aprendizaje.

No obstante, aunque los resultados sean favorables e inviten al optimis-

61



mo, todavia queda trabajo por hacer en esta area de investigacion, y con ello
se establecen futuros trabajos y nuevas vias de investigacion.

En primer lugar, en lo que respecta a los estudios mas basicos de es-
ta area, se ve la necesidad de profundizar en el estudio de las curvas de
aprendizaje, con el objetivo de conseguir métodos mas precisos para predecir
las curvas de aprendizaje. Estos avances pueden venir, entre otros, desde el
aspecto matematico presentando nuevas formas de modelizar las curvas, o
desde el aspecto algoritmico mejorando los algoritmos aqui expuestos, como
por ejemplo, optimizando el algoritmo encargado de realizar la regresion de
minimos cuadrados no lineales(nls).

En segundo lugar, se percibe la necesidad de ampliar tanto el estudio rea-
lizado en el subapartado 3.3.1, como en la parte experimental del trabajo, a
nuevos tipos de algoritmos y nuevas bases de datos, de cara a seguir fortale-
ciendo la hipdtesis planteada. A su vez, se ve necesario ampliar el problema
mas alla de la clasificacién binaria, a problemas de clasificacién multiple y
regresion. Otro de los asuntos que no se ha abordado en el trabajo y que
serfa conveniente analizarlo, es la frontera de rentabilidad, es decir, a partir
de que tamano de bases de datos se convierte rentable hacer uso del método
propuesto.

Por 1ltimo, se puede abrir una nueva via de investigacion combinando el
método de curvas de aprendizaje con otros métodos de optimizacién de hi-
perparametros, como por ejemplo los métodos evolutivos, los cuales permiten
un encaje perfecto con la técnica propuesta.

Para finalizar, se quiere analizar el aspecto ético del trabajo aqui ex-
puesto. Normalmente, para hacer la seleccion de hiperpardametros de forma
manual, hay que realizar un analisis exhaustivo, donde el conocimiento de
la funcién de cada uno de los hiperpardametros es fundamental. Esto tiene
implicaciones directas sobre la accién y supervision humanas, dado que se
pueden crear modelos mateméaticamente optimos pero que por la seleccion
de hiperparametros estén generando patrones indeseados, como por ejemplo
sesgos injustos contrarios a la diversidad, no discriminacién y equidad.

La tnica manera de evitar este tipo de problemas es que el usuario sea capaz
de analizar en profundidad el funcionamiento del algoritmo obtenido. Al fin y

62



al cabo, el objetivo reside en obtener resultados éptimos en el menor tiempo
posible, pero esto no puede eximir al usuario del deber de conocer y ser capaz
de analizar la herramienta que esta creando. Por lo que, de cara a recordar al
usuario final los puntos analizados aqui, se valora positivamente que de cara
a implementar este método, el algoritmo devuelva una advertencia de texto
al programador con el concepto de que, dependiendo del area de aplicacién,
los modelos matematicamente mas 6ptimos no son siempre los mas adecua-
dos, y que siempre se debe hacer un analisis al respecto para evitar sesgos
indeseados.
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A. Cddigo R para la prediccion de la curva
de aprendizaje

El presente cédigo ha sido tomado de [5].

Inverse Power Model.R
S S s
T s s s s
#need to set the following parameters

#functions to calculate rmse and mae should be defined by the user
#offset = offset to start fitting, it’s always set to zero
#1 = number of points to include in training data

#W = weights

#N = Total number of points

#startParams = start parameters to nls function currently
# set to (a=0,b=1,c=-0.5)

FitModel<- function(offset, X, Y, W, i, N,startParams)
{
#Data considering only points between offset and i
x<-X[offset:i];
y<-Y[offset:i];
w<-W[offset:i];
gradientF<-deriv3(~(1-a)-(b*(x"c)), c("a","b","c"),
function(a,b,c,x) NULL);
# fitting the model using nls
m<-nls(y~gradientF(a,b,c,x), start = startParams, weights=w,
control = list(maxiter=1000, warnOnly = TRUE),
algorithm = "port", upper = list(a=10, b = 10, c = -0.1),
lower = list(a = 0, b = 0, c=-10),
data = data.frame(y=y, x=x))
#predict Y for sample sizes not used to fit the curve
#if all data was used to fit model, testing data = training data
#else, testing data = (total data - training data)
if (i==N){
testX<-X[(offset:i)];
testY<-Y[(offset:1)];
testW <- W[offset:i]; }
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elseq{
testX<-X[((i+1):N)]1; #Get remaining X
testY<-Y[((i+1):N)];
testW<-WL((i+1):N)];
}
#predictions on unseen data
prediction<-predict(m, list(x=testX));
#confidence intervals
se.fit <- sqrt(apply(attr(predict(m, list(x=testX)),"gradient"),
1,function(x) sum(vcov(m)*outer(x,x))));
prediction.ci <- prediction + outer(se.fit,gqnorm(c(.5,.025,.975)));

predictY<-prediction.cil[,1];
predictY.lw<-prediction.cil[,2];

predictY.up<-prediction.cil[,3];

#Calculate residuals

if (i==N){
res<-rep(0,length(X))
}

else{
res<-rep(0,length(X-i))
}

res<-(predictY-testY);
#Calculate Root Mean square error

rmseValue<-rmse(testY, predictY);
#Calculate Absolute error

maeValue<-abse(testY, predictY);

¥

#End function
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B. Cédigo R para la prediccion de la curva
de aprendizaje con SVM

scoring_function <- function(D,G,coef,cost,tol,eps,shri,
BBDD,P, ki, k2, k3, S,1, V)
{
shri=ifelse(shri==1,TRUE,FALSE)
N<-dim(training_set) [1]
n<- (N* (P) ) - ((N*(P) ) %%10)
Nube_X<-seq(k1,k2,k3)
Nube_Y<-c()
Nube_n=length (Nube_X)
for(x in Nube_X[1:Nube_n]){
Accuracy<-c()
for(i in seq(1,8)){
set.seed(sample(1:1000000,1))
split <- sample.split(BBDD[,V], SplitRatio = n/N)
BBDD_val <- subset(BBDD, split == FALSE)
BBDD_ent <- subset(BBDD, split == TRUE)
if (x==n){
BBDD_ent<-BBDD_ent
Yelse{
set.seed(sample(1:1000000,1))
split <- sample.split(BBDD_ent[,V], SplitRatio = x/n)
BBDD_ent <- subset(BBDD_ent, split == TRUE)
}
Model <- svm(formula = #NOMBRE DE LA VARIABLE V ~ .,
data = BBDD_ent,
type = "C-classification",
kernel = "polynomial",
degree=D,
gamma=G,
coefO=coef,
cost=cost,
tolerance=tol,
epsilon=eps,
shrinking=shri)
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y_result <- predict(Model, BBDD_vall[,-V])
Acc=Metrics::accuracy(actual=BBDD_val[,V],predicted=y_result)
Accuracy<-c(Accuracy,Acc)
}
Nube_Y<-c(Nube_Y,mean(Accuracy))
}
Pesos<-c()
for(i in 1:Nube_n){
Pesos<-c(Pesos,i/Nube_n)
}
N=Nube_n
startParams=c(a=0.1,b=1,c=-0.5)
gradientF<-deriv3(~((1-a)-(b*(x"c))), c("a","b","c"), function(a,b,c,x) NULL)
m<-nls(y~gradientF(a,b,c,x), start = startParams, weights=Pesos,
control = list(maxiter=1000, warnOnly = TRUE),
algorithm = "port", upper = list(a=10, b = 10, ¢ = -0.1),
lower = list(a = 0.001, b = 0.001, c=-10),
data = data.frame(y=Nube_Y, x=Nube_X))
A=summary(m)$coefficients
Modelo<-function(x){((1-A[1]1)-(A[2]*(x"A[3]1)))}
return(list(Score =Modelo(1)))
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C. Cbdigo R para la prediccion de la curva
de aprendizaje con RN

scoring_function2 <- function(L1,L2,L3,LR,RHO,D,
BBDD,P,k1,k2,k3,S,1,V)
{
N<-dim(BBDD) [1]
n<- (N* (P) ) - ((N*(P) ) %%10)
Nube_X<-seq(k1,k2,k3)
Nube_Y<-c()
Nube_n=length (Nube_X)
for(x in Nube_X[1:Nube_n]){
Accuracy<-c()
for(i in seq(1,8)){
set.seed(sample(1:1000000,1))
split <- sample.split(BBDD[,V], SplitRatio = n/N)
BBDD_val <- subset(BBDD, split == FALSE)
BBDD_ent <- subset(BBDD, split == TRUE)
if (x==n){
BBDD_ent<-BBDD_ent
Yelse{
set.seed(sample(1:1000000,1))
split <- sample.split(BBDD_ent[,V], SplitRatio = x/n)
BBDD_ent <- subset(BBDD_ent, split == TRUE)
}
train_x=as.matrix(BBDD_ent[,-V])
train_y=as.matrix(BBDD_ent[,V])
test_x=as.matrix(BBDD_vall,-V])
test_y=as.matrix(BBDD_vall[,V])
model_2 = keras_model_sequential ()
NV= #NUMERO VARIABLES ENTRADA
model_2 %>%
layer_dense(units
layer_dense(units
layer_dense(units
layer_dense(units
model_2 %>%

L1, activation ’relu’, input_shape =NV)7>%
L2, activation = ’relu’)%>%

L3, activation = ’relu’)%>%

1, activation = ’sigmoid’)
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compile (
optimizer = optimizer_rmsprop(
1r = LR,
rho = RHO,
epsilon = NULL,
decay = D,
clipnorm = NULL,
clipvalue = NULL),
loss = ’mean_squared_error’,
metrics = c(’accuracy’)
)
model_2 %>%
fit (
X = train_x,
y = train_y,
epochs = 25,
batch_size = 10,
verbose=0
)
Acc = model_2 %>
evaluate(
test_x,
test_y,
verbose=0)

Accuracy<-c(Accuracy,Acc[2])

}

Nube_Y<-c(Nube_Y,mean(Accuracy))
}
Pesos<-c()
for(i in 1:Nube_n){

Pesos<-c(Pesos,i/Nube_n)
}
N=Nube_n
startParams=c(a=0.1,b=1,c=-0.5)
gradientF<-deriv3(~((1-a)-(b*(x"c))), c("a","b","c"), function(a,b,c,x) NULL)
m<-nls(y~gradientF(a,b,c,x), start = startParams, weights=Pesos,

control = list(maxiter=1000, warnOnly = TRUE),
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algorithm = "port", upper = list(a=10, b = 10, ¢ = -0.1),
lower = list(a = 0.001, b = 0.001, c=-10),
data = data.frame(y=Nube_Y, x=Nube_X))

A=summary (m)$coefficients

Modelo<-function(x){((1-A[1]1)-(A[2]*(x"A[3])))}
return(list (Score =Modelo(1l)))

74



D. Cddigo R para la optimizacion bayesiana
de SVM con la predicién de las curvas de
aprendizaje

limites <- list(
# Emplear sufijo L si son valores enteros
D = c(1L, 5L),
G = c(2°-15,2"3),
coef = c(-1,1),
cost= c(1L,2L),
tol=c(10°-5,10"-1),
eps=c(0.001,0.5),
shri=c(OL,1L)
)

cl <- makeCluster(8)

registerDoParallel(cl)

clusterExport(cl,c(’BBDD’))

clusterEvalQ(cl,expr= {
c(library(e1071),
library(caret))

b

optObj <- bayesOpt(
FUN = scoring_function # Apéndice B
, bounds = limites
, initPoints = 8
, iters.n = 10
, iters.k = 2
, parallel = TRUE
, acq = nait

)

stopCluster(cl)
registerDoSEQ()
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E. Cdédigo R para la optimizacion bayesiana
de RN con la predicion de las curvas de
aprendizaje

limites <- list(

# Emplear sufijo L si son valores enteros
L1 = c(1L, 250L),

L2 = c(1L, 250L),
L3 = c(1L, 250L),
LR= c(0,1),
RHO=c(0,1),
D=c(0,1)

)

optObj <- bayesOpt(
FUN = scoring_function2 #Apéndice C
, bounds = limites
, initPoints = 10
, iters.n = 4
, iters.k = 2
, parallel = FALSE
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